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摘要:介绍机器学习的表示方式 分析和比较机器学习中经验风险最小化原则和结构风险最小化原则 引出用

于回归估计的支持向量机 并用数学方式阐述其基本思想 讨论支持向量机技术发展中存在的主要问题 .
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Abstract: The expression of machine learning is introduced. The empirical risk minimization
and the structural risk minimization in machine learning are analyzed. A support vector
machine for regression is presented. The basic idea an dthe main issues in the development of
the support vector machine are discussed.
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对采集数据的学习归纳出某种系统规律 并利

用这些规律对未来数据或无法观测到的数据进行预

测是机器学习系统研究的重点.在这类研究方法中 
神经网络方法应用最广泛 但神经网络基于经验风

险最小化( Empirical Risk Minimization 简称ERM)
原则泛化能力较差 存在过学习和局部最优解等到

目 前 还 无 法 克 服 的 问 题[1 2]. 支 持 向 量 机 ( Support
Vector Machine 简称 SVM)是由 Vapnik 等[1]提出

的一种基于小样本统计理论的学习机 具有完备的

理论基础和严格的理论体系.支持向量机是结构化

风险最小化原理的近似实现 能够提高学习机的泛

化能力.此外 支持向量机算法最终转化为二次规划

的 凸 优 化 问 题 存 在 全 局 唯 一 最 优 解.基 于 上 述 优

点 SVM 一 经 提 出 就 得 到 了 广 泛 的 重 视. 随 着

Vapnik[3]对 不 敏 感 损 失 函 数 的 引 入 SVM 已 推 广

到非线性系统的回归估计 并展现了良好的学习和

泛化性能.本文描述用于回归估计的支持向量机的

基本方法 并讨论目前困扰支持向量机发展的一些

问题.

1 机器学习的表示

机器学习的最终目的就是根据给定的训练样本

求取系统输入与输出之间的某种依赖关系 并对未

知输出作出尽可能准确的预测.机器学习问题可以

形式化地表示为:已知变量与输入变量之间存在某

种 未 知 依 赖 关 系 即 存 在 一 个 未 知 的 联 合 概 率

F(: y)  机器学习根据 n 个独立同分布观测样本

(:1 y1)  (:2 y2)  ~  (:n yn)  ( 1)
在 一 组 函 数 {f(: w) } 中 寻 求 一 个 最 优 的 函 数

{f(: w0) }  使预测期望风险

R(w) =  ( y f(: w) ) dF(: y) ( 2)

最小 其中 {f(: w) } 称作预测函数集 w D为函

数 的广义参数 则{f(: w) } 可以表示任何函数集 
通 常也称作学习函数 ~ 学习模型或学习机器;  ( y 
f(: w) ) 是由于用 f(: w) 对 y进行预测而造成的

损失 称之为损失函数.不同类型的学习问题有不同

形式的损失函数.在回归估计问题中 损失函数可以

定义为

 ( y f(: w) ) = ( y - f(: w) ) 2. ( 3)
损 失 函 数 通 常 采 用  - 不 灵 敏 区 函 数 其 定 义

为:
 (: y) =
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^0 \ f( T) - y\ < E 
^ ^

<
(

L \ f ( T) - y\ - E \ f( T) - y\ B E ( E > 0)  
( 4)

其中 ^ f( T) 为通过对样本集的学习而构造的回归估

计函数; y 是 T 对应的实际目标值; E 为与函数估计

精度直接相关的设计参数 E- 不敏感损失函数通常

形 象地被喻为 E- 管道. 学习的目的是构造 f̂ ( T)  使

之与目标值之间的 距 离 小 于 E 同 时 函 数 的 复 杂 性

最小 这样对于未知样本 T 可最优地估计出对应的

目标值.

2 经验风险最小化与结构风险最小化

( 2) 式定义的期望风险最小化必须依赖关于联

合 概率 F(T y) 的信息. 但是 在实际的机器学习问

题中 我们能利用的只有样本( 1) 的信息 因此期望

风险并无法直接计算和最小化. 根据概率论中大数

定理的思想 人们自然想到用算术平 均 代 替 ( 2) 式

中的数学期望 于是定义

Remp(w) = 1
n z

n

z= 1
L( yz f( Tz w) ) ( 5)

来逼近( 2) 式定义的期望风险. 由于 Remp(w) 是用已

知的训练样本(即经验数据) 定义的 因此称作经验

风险[4]. 以参数 w 求经验风险 Remp(w) 的最小值代

替求期望风险 R(w) 的最小值 就是所谓的 ERM 原

则. 经仔细思考可以发现 由于有限样本的限制使得

经验风险最小化原则与经验风险之间没有必然的联

系 即使能够保证样本无穷大的条件得到满足 也无

法认定在此前提下得到的经验风险最小化方法在样

本数有限时仍能具有好的预测效果.
统计学习理论中关于经验风险和 实 际 风 险 之

间关系的重要结论 称作推广性的界. 该结论说明实

际风险 R(w) 与经验风险 Remp( c) 之间的关系:
R(w) S Remp( c) + @( n/h)  ( 6)

其中 @(  ) 为单调递减函数; h 是函数集的 VC 维; n
是样本数. 式( 6) 表明在有限训练样本下 学习机器

的 VC 维越高 复杂性越高 则置信范围越大 导致

真实风险与经验风险之间可能的差别越大. 要取得

良好的学习效果 机器学习过程不但要使经验风险

最小 还要使 VC 维尽可能小从而达到缩小置信范

围的目的 最终取得较小的实际风险和较好的推广

性. 这也正是大多数情况下选用较复杂的学习机器

即使能够获得较好的记忆功能却得不到令人满意的

推广性能的原因.

ERM 准 则 只 强 调 经 验 风 险 最 小 ( 训 练 误 差 )  
没有最小化置信范围值 因此基于 ERM 准则的学

习方法的学习能力强 但泛化能力较差 导致出现过

学习现象 例如神经网络. 最大化泛化能力不仅需要

最小化经验风险 而且应最小化置信范围值. 基于此

思想 统计学习理论提出一种新的策略 即把函数集

构造为一个函数子集序列 使各个子集按照 VC 维

的大小排列 在每个子集中寻找最小经验风险 在子

集间折衷考虑经验风险和置信范围 取得实际经验

风险最小. 这种思想称作结构风险最小化或有序风

险 最 小 化 ( Structural Risk Minimization SRM) 准

则[5] 如图 1 所示.

图 1 结构风险最小化

SVM 是结构风险最小化思想的具体实现 它不

像神经网络等传统方法那样以训练误差最小化作为

优化目标 而是以训练误差作为优化问题的约束条

件 以置信范围值最小化作为优化目标.

3 用于回归的支持向量机

回 归 估 计 问 题 中 假 设 存 在 一 未 知 函 数 y =

f(T)  T E Rc y E R 要求函数f̂ : Rc - R 使得函数

f 和 f̂ 之 间 的 距 离 最 小 即 损 失 函 数 ^R( f f) =

 ^L(f f) dT最小 由于函数 f 未知 因而只能根据已

知的有限样本来求取f̂ .
3.  线性回归

样本数据为线性时 假定f̂ ( T) 为如下形式:

f̂ = < w T> + b ( 7)
其中 < w T> 表示 w E Rc 与 T E Rc 的内积 b E R.

根据结构风险最小化准则 ^ f 应使得:

 = 1
2  w 2 + Cz

T

z= 1

^L( f( Tz)  yz) ( 8)

最小 其中 C 是平衡因子    表示向量模.
由 E- 不敏感损失函数可知 用于回归估计的支

持向量机可以表示为
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min 12  z 
2 + C 

1

z= 1
  z +  %z )   9)

S. t .
yz - < z xz > - Z S E +  z 
< z xz > + Z - yz S E +  %z  
 z  %z
<
 

L 2 0 
其中  z 为目标值之上超出 E 部分所设的松驰变量 
 %z 为目标值之下超出 E 部分所设的松驰变量.

在 样 本 数 目 不 多 的 情 况 下 使 用 拉 格 朗 日 定

理[3] 解凸最 优 化 问 题 可 以 使 用 对 偶 表 示 替 代 原 描

述.由于直接处理不等式约束较为困难 而对偶问题

是通过引入称为对偶变量的拉格朗日乘子求解 所

以对偶问题通常比原问题更易处理.要解上述问题 
首先把拉格朗日函数对于各个原变量的导数置零 
然后将得到的关系式带入原拉格朗日函数 将原问

题转化为对偶问题并去除原变量的相关性 具体方

法如下.
建立拉格朗日方程:

  z  z  %z ) = 1
2  z 

2 + C 
1

z= 1
  z +  %z ) -

 
1

z= 1
 z E +  z - yz + < z xz > + Z) -  

1

z= 1
 %z  E +  %z

+ yz - < z xz > - Z) -  
1

z= 1
 7z z + 7%z  %z )   10)

其中 参数 z Z  z  %z 的偏导都应等于零 即

S. t .

  
 z = z - 

1

z= 1
  z -  %z ) xz = 0 

  
 Z =  

1

z= 1
  z -  %z ) = 0 

  
  z = C-  z - 7z = 0 

  
  %z

= C -  %z - 7%z

<

 

L
= 0 

 11)

根据 最 优 化 的 充 要 条 件 KKT 条 件[3]) 知 在 最 优

点 拉格朗日乘子与约束的乘积为 0 即

 z E +  z - yz + z  xz + Z) = 0  12)
 %z  E +  %z - yz + z  xz + Z) = 0  13)
7z z = 0 -  C-  z) z = 0  14)
7%z  %z = 0 -  C-  %z ) %z = 0  15)

结合 12) ~  15) 式 将 11) 式代入 10) 式 得到对

偶优化问题

max - 1
2  

1

z  = 1
  z -  %z )    - c% ) < xz x > -

E 
1

z= 1
  z +  %z ) +  

1

z= 1
yz  z -  %z )   16)

S. t .
 
1

z= 1
  z -  %z ) = 0 

 z  %z
<
 

L G [0 C].

由 此 回 归 估 计 问 题 就 归 结 为 二 次 规 划 问 题

 16) 式.求解该二次规划问题 可得

z =  
1

z= 1
  z -  %z ) xz  17)

根据 12) 与 13) 式通过反证法可以得出

 z X  %z = 0.  18)
该式说明如果  z 不为 0 则  %z 必为 0 反之亦

然.因此最优化计算得到 的  z  %z 的 取 值 必 然 为 以

下形式之一:
 z = 0  %z = 0  19a)
 z = 0 0 <  %z < C  191)
0 <  z < C  %z = 0  19c)
 z = 0  %z = C  19d)
 z = C  %z

<

 

L = 0.  19e)
由 17) 式 可 知 非 支 持 向 量  19a) 所 对 应 的

xz) 对z没有贡献 只有支持向量  191) ~  19e) 所

对应的 xz) 对 z 有贡献 对应的学习方法称为支持

向 量机.  191) 和 19c) 对应的 xz 称为标准支持向

量 它落在 E-管道上的数据点上.  19d) ~  19e) 对

应的 xz 称 为 边 界 支 持 向 量 是 超 出 E- 管 道 的 数 据

点. 因此 E 越大 支持向量数越少 但函数估计精度

越低[6].
对于标准支持向量 如果 z = 0 0< %z <C 则

由 13) ~  15) ~  17) 式可得

Z = yz -  
x G SV

   -  % ) x  xz + E.  20)

如果 0 <  z < C  %z = 0 则由 12) ~  14) ~  17)
式可得

Z = yz -  
x G SV

   -  % ) x  xz - E  21)

为了计算准确可靠 通常对所有的标准支持向量分

别计算 Z 的值 再求其平均值

Z = 1 {
N  

0< z<C
[yz -  

x G SV
   - % ) x  xz - E]+

 
0< %z <C

[yz -  
x G SV

   -  % ) x  xz }+ E]   22)

其中 N 为标准支持向量的个数.
由 7) ~  17) ~  22) 式最终可得计算估计函数为

f̂ x) =  
xzG SVS

  z -  %z ) xz  x + Z  23)

其中 SVS表示支持向量机.
3. 2 非线性回归

对于训练集为非线性情况 首先通过非线性变

换 x - S x)  将 输 入 空 间 映 射 成 高 维 的 特 征 空 间

 Hil1ert 空间)  然后在特征空间中进 行 线 性 逼 近,
这样 7) 式及目标函数 16) 式分别变为
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f( x) = < w, S( x) > + b, ( 24)

maX - 1
2 Z

1

z, j= 1
( oz - o z ) ( oj - o j ) < S( xz) , S( xj) >

- EZ
1

z= 1
( oz + o z ) + Z

1

z= 1
yz( oz - o z ) . ( 25)

约束条件不变,从而得到

w = Z
1

z= 1
( oz - o z ) S( xz) . ( 26)

在 支 持 向 量 机 中, 引 入 核 函 数 Kernel
FunctiOn[3] 来简 化 非 线 性 逼 近. 核 函 数 k( x, x/ ) 满

足

k( x, x/ ) = < S( x) , S( x/ ) > ,
这样( 24) 式变为

maX - 1
2 Z

1

z, j= 1
( oz - o z ) ( oj - o j ) k( xz , xj) -

EZ
1

z= 1
( o z + oz) + Z

1

z= 1
yz( o z - oz) , ( 27)

而( 22) 式变为

b = 1 {
N Z0<oz<C

[yz - Z
xjE SV

( oj - o j ) k( xj - xz) -

E] + Z
0<o z <C

[yz - Z
xjE SV

( oj - o j ) k( xj - xz }) + E] .

( 28)
由( 24) ~ ( 26) ~ ( 28) 式可得计算回归估计函数

为

f̂ ( x) = Z
xzE SVs

( oz - o z ) k( xz - x) + b. ( 29)

由( 27) 式可知,尽管通过非线性函数将样本数

据映射到具有高维甚至为无穷维的特征空间, 但在

计算回归估计函数时并不需要显式计算该非线性函

数,而只需计算核函数,从而避免高维特征空间引起

的维数灾难问题.核函数 k( x, x/ ) 是对称正实数函

数,且必须满足 Merce 条件.

4 讨论

由于统计学习理论和支持向量机建立了一套较

好的有限样本机器学习的理论框架和通用方法,具

有 严 格 的 理 论 基 础, 能 够 较 好 地 解 决 小 样 本 ~ 非 线

性 ~ 高维数和局部最小点等问题,因此成为 20 世纪

90 年代末发展最快的研究方向之一.本文深入推导

了用于解决回归估计问题的SVM 方法,与其它方法

相 比, SVM 具 有 泛 化 性 强 ~ 效 率 高 等 特 点.但 由 于

SVM 是一种新技术,其发展仅有十多年时间,还有

一些问题需要深入研究,如受核矩阵存贮空间约束

的支持向量机适应大样本的情况 ~ 核函数类型及其

相应参数的选择 ~ 输入样本映射到高维空间后是否

为线性可分的判定等问题.
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3 结束语

目前,我国的电子商务正在蓬勃发展,正是建立

和发展电子商务物流体系的黄金时期,可靠的 ~高效

的物流配送系统是电子商务应用研究中的重要组成

部分 O 本文提出的一种基于遗传算法的物流配送车

的优化调度算法,在研制物流配送软件过程中,通过

将遗传算法应用于配送车的调度问题,可以实现快

速 ~合理地安排运输路线和运输车次,能够取得较好

的应用效果 O
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