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♦医疗场景♦

高血压患者管理多维度“健康指数”构建及应用研究*

李 虎1,2,甘昕艳1**,黄秀文2

(1.广西中医药大学公共卫生与管理学院,广西南宁 530200;2.广西壮族自治区人民医院信息网络管理 中 心,广 西 南 宁 
530021)

摘要:本研究基于LightGBM算法,构建一个基于大数据分析和人工智能技术的多维度“健康指数”评估模型,
通过综合分析个人体征、生化指标和高血压相关数据,为高血压患者提供精准的健康管理服务。利用广西某大

型三甲医院的医疗健康大数据,设计并实现包含23项主要风险因素的算法模型。实证研究表明,模型在提高

高血压患者血压控制率和降低并发症风险方面展现出显著效果,并有效提升了健康管理师的工作效率。本研

究可为高血压患者管理提供一种新的量化、可视化工具,并为其他慢性病的多维度健康管理研究提供方法论

参考。
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  随着经济社会的发展和工作节奏的加快,全球疾

病谱系和死因顺位发生了巨大变化,高血压、糖尿病、
冠心病、脑卒中等慢性病的患病率、死亡率逐年上

升[1]。在我国,高血压是患病率和致残率较高的慢性

疾病,是心血管疾病的主要代表,给我国人民群众造

成了严重的经济负担[1,2]。在高血压患者管理的场

景中,如何准确地预测患者高血压发展状态是医疗机

构和研究人员十分关注的问题[3]。通过预测血压变

化,对可能发展为高血压的高风险个体采取早期干预

措施,可辅助医疗人员掌握高血压患者的疾病发展趋

势,制定个性化治疗方案以阻止高血压疾病进一步发

展,从而降低高血压的发病率和健康风险。

  传统高血压管理主要依赖于定期的血压监测、药
物治疗和生活方式干预。患者通常需要定期到医院

或诊所测量血压,医生根据测量结果调整药物剂量。
此外,医生还会提供饮食、运动和戒烟等方面的建议,
以帮助患者控制血压[4]。这种基于医患交流互动的

管理模式存在一些局限性,如存在患者依从性不高、
数据收集和分析效率低、血压监测缺乏实时性等问
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题。随着医疗信息化技术的发展,医疗健康数据量大

幅增加。通过电子健康记录、移动健康应用以及远程

监测系统,医疗机构能够收集到大量实时、连续的健

康数据,不仅包括血压、心率等生理指标,还包括患者

的日常行为、饮食习惯、运动频率等生活习惯数据[5]。
在大数据时代,医疗健康领域产生了海量高容量和高

维度的数据,采用机器学习、数据挖掘技术处理此类

数据的优势日趋明显,随机森林、神经网络和支持向

量机等机器学习方法在高血压风险预测领域的应用

研究愈发广泛[6􀆼9]。崔伟锋等[6]提出基于随机森林的

疾病风险预后模型,对原发性高血压心血管风险的中

西医预后危险因素进行筛选。Chen等[7]建立支持向

量机回归模型和随机森林回归模型用于精确测量血

压,发现后者在表现上优于前者,更接近水银血压计

测量值。Shrivastava等[8]分别使用 K 最邻近算法

(K􀆼Nearest
 

Neighbors,KNN)逻辑回归、决策树、随
机森林预测收缩压和舒张压,结果表明随机森林表现

出最高的预测准确率。Nusinovici等[9]在亚洲成年

人队列中,对比分析5种机器学习模型对高血压和心

血管疾病的预测效果,包括单隐藏层的神经网络、支
持向量机、随机森林、梯度提升和KNN。这些研究主

要采用单一的机器学习方法来开展研究工作。虽然

构造的算法模型在实验中表现出较好的性能,但是单

一的机器学习模型仍然存在准确率不高、泛化能力弱

等不足,在高血压患者管理场景中缺少实践验证。

  针对单一机器学习方法存在的问题,集成学习方

法通过组合多个弱学习器,优势互补形成强学习

器[10􀆼12]。LightGBM算法是一种典型的强学习器算

法,它在梯度提升决策树(Gradient
 

Boosting
 

Deci-
sion

 

Tree,GBDT)的基础上,引入了基于梯度的单边

采样和互斥捆绑特征技术,旨在减少计算和内存消

耗,是一种高效的梯度提升决策树算法[13]。目前

LightGBM算法被应用于多个领域,尤其在经济与金

融领 域 中 具 有 较 好 的 表 现[14􀆼18]。苗 月 等[14]使 用

LightGBM算法构建了信用风险评估模型,实验结果

表明客户属性的分类精确度优于XGBoost(Extreme
 

Gradient
 

Boosting)集成学习算法,并且执行效率更

高。付芷宁等[15]针对贷款市场复杂的个人信用风险

问题,基于LightGBM 算法构建了信用风险评估模

型,并且将其与逻辑回归、决策树等传统评估模型进

行对 比,实 验 证 明 LightGBM 模 型 的 效 果 最 好。

Zhao等[16]使用LightGBM 算法预测股票价格,在所

有测试数据上获得了最高的年回报率,优于 XG-
Boost和决策树等算法。Bakhtiari等[17]考察Light-
GBM算法在信用卡欺诈检测中的应用,研究结果表

明该算法通过集成学习防范和适当的组合策略,能够

有效检测信用卡欺诈行为。在医疗领域,Han等[18]

利用LightGBM 分类器对阿尔茨海默病进行分类,
并在真实数据集上进行评估,实验结果表明,LightG-
BM分类器的表现优于其他常规分类器。LightGBM
算法能进一步提升机器学习模型的性能,但是目前在

高血压患者管理方面研究较少。

  高血压关联数据集通常包含大量患者的历史健

康数据,包括血压读数、生活方式、遗传因素、医疗记

录等,这些数据可能包含复杂的特征空间。另外,影
响血压变化的风险因素众多,包括年龄、性别、体重、
饮食习惯、遗传因素等。由于这些特性,应用于高血

压患者管理的机器学习模型需要能够高效处理大规

模、高维度的数据集。LightGBM算法在处理大规模

和高维度数据集上有明显优势,能够在较少的计算资

源和时间内,快速地训练出高性能模型,而且Light-
GBM算法的决策过程具有可解释性,可以帮助研究

人员更好地理解模型的工作原理和预测结果[13􀆼18]。
因此,本研究提出一种基于 LightGBM 的“健康指

数”算法模型,整合多种风险因素以较为全面地评估

患者健康状态,并将模型部署到医院的主动健康管理

应用中,帮助医护人员高效管理高血压患者。

1 模型与算法

1.1 风险因素与赋分规则

1.1.1 筛选风险因素

  根据高血压相关防治指南[19,20],采用德尔菲

法[21]收集广西某大型三甲医院(以下简称“三甲医

院”)心血管内科专家团队的意见,筛选年龄、性别、体
质指数(BMI)/腰围、血压、血糖、血脂、高尿酸血症、
高同型半胱氨酸血症、家族史、生活习惯、心理疾病、
靶器官损害、伴发临床疾病等风险因素作为高血压健

康指数的评价指标(图1)。
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图1 风险因素指标

Fig.1 Indicators
 

of
 

risk
 

factors

1.1.2 制定赋分规则

  如表1所示,每项指标按0-10分进行赋分,根
据变量类型及其危害程度,采用分类分段、连续数值、
等级数值等多种方法对各项因素赋初始值。例如,性
别一般情况下只分为男女两类,是分类变量,采取分

类赋值方法;血压、血糖和血脂的取值范围理论上可

取任意实数,因此它们是连续变量,需采取连续数值

进行赋值;对于吸烟、运动等具有程度差异的风险因

素,可根据行为频率或强度进行划分,并采用等级赋

值方法进行量化。

  通过统计分析三甲医院的诊疗数据集,研究年

龄、血压、血糖、BMI、血脂等数值变量与住院率的关

系,然后进行初次赋分。以“年龄”风险因素为例,描
述数值变量的初次赋分策略。本研究选取三甲医院

主动健康大数据中心的1万名居民在2022年度产生

的诊疗数据作为基础数据,通过统计分析年龄与住院

率的关系,发现不同年龄阶段的居民高血压危险程度

不同,总体呈现正相关趋势。<35岁患者的住院率

最低,作为最小值,赋0分;≥85岁患者的住院率最

高,作为最大值,赋10分;每5岁划分一个年龄段,在

最大住院率和最小住院率之间,不同年龄段按照住院

率相对增量比进行赋分,公式为:某年龄段分值=(该
年 龄 段 患 者 住 院 率 - 最 小 住 院 率)×10/
(最大住院率-最小住院率),由此可得各年龄段的分

值,如表2所示。性别、家族史、生活习惯、心理疾病

等分类变量参考《中国高血压防治指南(2018年修订

版)》[19]和 《中 国 2 型 糖 尿 病 防 治 指 南 (2017 年

版)》[22]进行初次赋分;靶器官损害、伴发临床疾病等

变量通过临床归类后,再根据急、慢性病特征进行分

级分类赋分。所有变量初次赋分后,再根据德尔菲

法[21]收集临床意见进行多轮修正。
表1 风险因素和变量分值

Table
 

1 Risk
 

factors
 

and
 

variable
 

scores

序号
Number

风险因素
Risk

 

factor

变量分值/分
Range

 

of
 

variable
 

score/points

1 Age 0-10

2 Sex 0-10

3 BMI/Waist
 

circumference 0-10

4 Family
 

history 0-10
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续表

Continued
 

table

序号
Number

风险因素
Risk

 

factor

变量分值/分
Range

 

of
 

variable
 

score/points

5 Blood
 

pressure
 

levels
 

and
 

control
 

status 0-10

6 Blood
 

pressure 0-10

7 Initial
 

blood
 

glucose
 

level
 

and
 

control
 

status 0-10

8 Blood
 

glucose 0-10

9 Blood
 

lipid 0-10

10 Hyperhomocysteinemia 0-10

11 Hyperuricemia 0-10

12 Psychological
 

disorders 0-10

13 Smoking 0-10

14 Alcohol
 

consumption 0-10

15 Exercise 0-10

16 Disability
 

status 0-10

17 Poverty
 

status 0-10

18 Health
 

priority 0-10

19 Left
 

ventricular
 

hypertrophy
 

0-10

20 Carotid
 

artery
 

plaque 0-10

21 Microalbuminuria 0-10

22 Acute
 

comorbid
 

clinical
 

conditions 0-10

23 Chronic
 

comorbid
 

clinical
 

conditions 0-10

表2 风险因素􀆼年龄变量分值

Table
 

2 Risk
 

factor􀆼age
 

variable
 

scores

年龄/岁
Age/a

变量分值/分
Variable

 

score/points

住院率/%
Hospitalization

 

rate/%

<35 0.0 5.65

35-39 1.6 9.13

40-44 1.7 9.32

45-49 1.8 9.62

50-54 2.0 9.87

55-59 2.4 10.76

60-64 3.2 12.55

65-59 3.8 13.94

70-74 5.4 17.32

75-79 7.4 21.72

80-84 9.3 25.73

≥85 10.0 27.28

1.2 数据预处理

1.2.1 缺失值处理

  缺失值处理涉及识别、分析和处理数据集中的缺

失值,以提高数据质量和后续分析的准确性。对于缺

失值,具体处理如下:确定缺失值范围;删除缺失值超

一半的无价值记录;填充缺失内容,其中连续特征通

过计算均值进行填充,分类特征使用众数填充。例

如,部分记录的血压有所缺失,进一步分析发现这些

记录主要集中在年龄较大的患者中,这可能是老年患

者血压测量频率偏低所致。考虑到血压是重要的健

康指标,需对缺失值进行填充,通过计算该年龄段患

者的平均血压值进行填充。

1.2.2 格式内容清洗

  格式内容清洗是指对数据集中的内容进行标准

化和纠正,以确保数据的一致性和准确性。首先,识
别数据集中存在的不一致或错误的内容,包括拼写错

误、格式不一致、单位不统一、数据类型错误等;根据

数据特点和建模要求,制定拼写纠正、格式标准化、单
位转换、数据类型转换等不同的清洗规则;通过手动

修改、自动化处理脚本或数据清洗工具等进行清洗。
最后检查数据集,保证所有记录的风险因素特征都符

合统一的格式和标准。

1.2.3 数据分割

  从三甲医院主动健康大数据中心选取原始健康

数据作为样本,样本特征包括居民基本信息、慢性病

专项信息、慢性病分级信息、随访记录、生活习惯、

BMI、既往疾病史、家族疾病史等。经缺失值处理、格
式内容清洗、结构化和标准化过程后,选取6万名用

户的数据为源数据,其中5万份作为测试集,用于测

试评分模型的预测准确性;根据赋分规则对剩余1万

份源数据赋分,赋分结果为标签,作为模型的训练集。

1.3 “健康指数”模型

1.3.1 LightGBM算法

  LightGBM 是一种基于 GBDT 算法改进的算

法[23􀆼25],适用于大规模数据集的训练和预测。GBDT
算法虽然具备较好的准确性,但在分裂决策树节点

时,需对全局数据集的每一项特征变量进行遍历,以
求出当前节点的最优分裂特征值,遍历过程十分耗

时。为解决GBDT算法耗时长、执行效率低的问题,

LightGBM算法利用基于直方图的决策树优化策略,
节省GBDT算法的执行时间,此外引入最大深度限

制的叶子生长策略也使得算法的整体执行效率更好。
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  ①LightGBM 算法采用直方图优化策略搜索最

优分割点。直方图优化策略的主要原理:在训练前,
对样本中每一维特征进行排序,然后对特征通过直方

图进行划分,后续训练中算法使用直方图作为“特征”
进行直方图构建,在连续遍历数据集后,根据直方图

累积的统计量确定最优分割点。直方图优化策略将

连续的特征值离散,使得直方图数量远少于数据量,
因此,和预排序方法相比,采用直方图算法寻找最优

分割点所需时间更少、占用内存更小。图2显示了直

方图算法的核心思路。

图2 直方图算法示意图

Fig.2 Schematic
 

diagram
 

of
 

the
 

histogram
 

algorithm

  ②在直方图算法之上,LightGBM 算法进一步选

择了具有深度限制的按叶生长策略(图3)。LightG-
BM算法每次从当前所有叶子中寻找分裂增益最大

的叶子,然后分裂和循环。同按层生长策略(图4)相
比,在分裂次数相同的情况下,按叶生长策略减少了

训练误差,提高了算法的分类精度。但是,按叶生长

策略的缺点是容易出现较深的决策树,产生过拟合,
因此,LightGBM算法在其之上增加了深度限制来预

防过拟合问题。

图3 按叶生长策略

Fig.3 Leaf􀆼wise
 

growth
 

strategy

图4 按层生长策略

Fig.4 Level􀆼wise
 

growth
 

strategy

  ③LightGBM算法在GBDT决策树算法基础上

引入梯度单边采样技术和独立特征合并技术。梯度

单边采样技术使得LightGBM 算法在较传统GBDT
算法少很多数据的情况下仍实现较高的准确率,独立

特征合并技术能捆绑互斥特征,以减少计算冗余和提

高内存利用率。LightGBM 模型在保持模型准确性

的同时,显著减少了特征的数量和计算量,是学术界

和工业界广泛使用的工具。本研究将居民的专家打

分结果作为输入,对LightGBM 模型进行训练,经过

迭代修正后,模型输出即为健康指数分值。

1.3.2 “健康指数”模型算法

  本研究的训练样本由风险因素和变量分值组成,
训练样本集表示为{Xmn,Y};Xmn 为居民高血压风险

因素数据集,其中m 表示数据集的样本数,n 表示每

个样本的特征数;Y 为风险因素的变量分值向量,表
示为Y=(y1,y2,…,ym)T 。算法流程如下。

  ①初始化生成首棵决策树f0(x):

  f0(x)=
 

argmin
b ∑

m

i=1
L(yi,b), (1)

式中,b为损失函数最小化的常数;L(yi,b)为损失

函数,用于真实值和预测值之差。

  ②进行K 次迭代训练,在建立一系列CART回

归树基础之上利用梯度提升技术分析残差来建立拟

合模型。在第k(k=1,2,…,K)次迭代中,对于任意

样本xin ,算法将样本的残差估计值规定为损失函数

的负梯度值,因此样本xin 在第k 次迭代中的残差估

计值可确定为

  rk,i=-
􀆟L(yi,f(xi))

􀆟f(xi)  , (2)

式中,rk,i 为损失函数的负梯度值,f(xi)是样本xi

在此次迭代训练中的拟合模型,L(yi,f(xi))是

f(xi)和xi 的真实变量分值yi 的损失函数。

  ③残差确定后,采用CART回归树进行拟合,此
时设定回归树存在J 个叶节点,叶节点域表示为

Cjk(j=1,2,…,J)。在拟合过程中,任务是确定每

个叶节点损失函数最小化的最佳拟合值αjk :

  αjk =argmin
α ∑

xin∈Cjk

L(yi,fk-1(xin)+α), (3)

式中,fk-1(xin)是第k-1次迭代的拟合模型,α是

使第k-1次回归树损失函数最小的值。在确定αjk

值之后,第k次迭代对第k-1次形成的弱学习器进

行强化,得到强学习器fk(xin):

  fk(xin)=fk-1(xin)+∑
J

j=1
αjk ×η, (4)

式中,η是学习速率。迭代结束后,最终得到目标函

数F(x),可表示为
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  F(x)=f0(x)+∑
K

k=1
∑
J

j=1
αjk ×η。 (5)

1.3.3 模型性能评价

  R2 称为决定系数(R􀆼squared),用于回归模型的

拟合度量,能够描述模型对观测值的解释程度。给定

一个样本集y,yi 表示样本集中第i个样本的真实

值,该样本输入模型后得到预测值ŷi,􀭵y 是样本集真

实值的均值。R2 评价指标的计算方法如下:

  R2=1-
∑
i

(̂yi-yi)2

∑
i

(􀭵y-yi)2
, (6)

式中,R2 取值范围为[0,1],若R2 为0,表明模型拟

合效果很差;若R2 为1,说明模型预测值和真实值相

同。通常,R2 越大表示模型拟合效果越好。

1.3.4 “健康指数”模型训练

  将1万名居民高血压的打分结果作为模型的训

练集,未打分的居民健康数据作为测试集。训练集涵

盖1万个样本,23个特征变量,即23项高血压风险

因素;1个目标变量,即居民的健康指数分值。模型

训练完成后,对测试集的5万个居民样本进行预测,
最终得到健康状况评分。整合训练集和测试集的预

测数据,形成包含6万份高血压特征样本及其健康指

数分值的数据集,用于后续确定各项风险因素的权重

因子。模型实现流程见图5。

图5 模型实现流程图

Fig.5 Flowchart
 

of
 

model
 

implementation

1.4 风险因素权重目标函数设定

  前文构建了根据居民高血压风险因素自动打分

的模型,但在实际推广应用中,仍需设计一个简便易

行的指数计算方法,以能够便捷地计算出高血压健康

指数。使用SHAP技术[26]分析风险因素对预测结

果的非线性影响和因素间的相对重要度,得出结论:
本研究的23项风险因素与高血压的危险程度呈现线

性关系,即风险因素的水平越高,危险程度也相应越

高,各项因素之间的关联性对预测结果的影响较弱,
每项风险因素都是模型的有效特征。为此,本研究采

用相加模型作为拟合的基础。该模型认为,当两个或

两个以上的因素共同作用于某一事件时,如果它们之

间不存在交互作用,那么它们的效应可以简单相加。
在构造拟合函数之前,先定义目标函数f:

  f=∑
23

i=1
ai×xi+b, (7)

式中,{a1,a2,…,a23}是每个特征变量的权重,{x1,

x2,…,x23}为所有特征变量的集合,b 是线性函数

的偏移量。

2 结果与分析

2.1 自动评分模型效果评价

  在模型训练完成后,经计算,模型效果评价指标

R2 为0.831
 

8。通常,R2 大于0.75,表示模型拟合

度较好,可解释程度较高;反之,模型拟合不成功,不
宜进行回归分析。因此,自动评分模型的预测效果较

好,预测值与真实值较接近。另外,对模型输出的评

分结果进行抽样,并通过专家审核,结果表明评分结

果具有较高的准确度。

2.2 风险因素权重因子

  将23项风险因素作为特征变量,每一项风险因

素的权重因子是目标变量,公式(2)的函数是目标函

数,特征变量、目标变量、目标函数作为输入,使用

Python依赖库中curve_fit函数进行拟合,最终获得

23项风险因素的权重因子(表3)。

表3 各类风险因素的权重

Table
 

3 Weights
 

of
 

various
 

risk
 

factors

序号
Number

风险因素
Risk

 

factor
权重/%
Weight/%

1 Age 5.5

2 Sex 1.3

3 BMI/Waist
 

circumference 2.2

4 Family
 

history 1.5

5 Blood
 

pressure
 

levels
 

and
 

control
 

status 7.9
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续表

Continued
 

table

序号
Number

风险因素
Risk

 

factor
权重/%
Weight/%

6 Blood
 

pressure 1.4

7 Initial
 

blood
 

glucose
 

level
 

and
 

control
 

status 7.7

8 Blood
 

glucose 1.3

9 Blood
 

lipid 5.7

10 Hyperhomocysteinemia 3.0

11 Hyperuricemia 2.8

12 Psychological
 

disorders 1.0

13 Smoking 1.3

14 Alcohol
 

consumption 1.2

15 Exercise 1.2

16 Disability
 

status 1.1

17 Poverty
 

status 1.0

18 Health
 

priority 0.9

19 Left
 

ventricular
 

hypertrophy
 

7.0

20 Carotid
 

artery
 

plaque 5.2

21 Microalbuminuria 5.3

22 Acute
 

comorbid
 

clinical
 

conditions 17.3

23 Chronic
 

comorbid
 

clinical
 

conditions 17.2

Total 100.0

2.3 健康指数计算方法

  为满足实际应用需求,高血压健康指数的基数分

设定为1
 

000分,高血压健康指数由基数分减去23
项风险因素变量分值与其对应风险因素权重的乘积

再乘以100,得分越低意味着风险越高。计算公式

如下:

  z=1000-∑
23

i=1

(xi×yi)×100, (8)

式中,z代表高血压健康指数,x 代表各风险因素的

变量分值,y 代表对应的风险因素权重。

2.4 模型应用实践

  为分析健康指数对高血压人群的实际管理效果,
本研究根据3级高血压分期标准,分别在1期高血压

(140/90
 

mmhg≤血压<160/100
 

mmhg)、2期高血

压(160/100
 

mmhg≤血压<180/110
 

mmhg)、3期高

血压(180/110
 

mmhg≤血压<220/120
 

mmhg)用户

中选取200名用户。在每个高血压级别中,用户被划

分为健康指数组与非健康指数组,两组人数均为100
人。健康指数组引入健康指数对高血压用户进行健

康管理,非健康指数组则采用传统的健康管理方式。
两组用户均在2022年1月开始采用对应的健康管理

方案进行干预,2023年1月干预结束,统计用户干预

结束后的血压变化情况(表4)。
表4 健康指数在不同高血压发展阶段的管理效果

Table
 

4 Management
 

effectiveness
 

of
 

health
 

index
 

across
 

different
 

stages
 

of
 

hypertension
 

development

组别
Group

高血压用户
Users

 

with
 

hypertension

Stage
 

1 Stage
 

2 Stage
 

3

Health
 

index
 

group Before
 

management 100 100 100

After
 

management 47 25 11

Decline
 

rate/% 53 75 89

Non
 

health
 

index
 

group Before
 

management 100 100 100

After
 

management 60 42 28

Decline
 

rate/% 40 58 72

Improvement
 

rate
 

of
 

hypertension
 

management
 

effectiveness/% 13 17 17

  经过1年的高血压管理,健康指数组各期高血压

用户的血压值均有较为明显的下降,其中3期高血压

用户人数下降最多。与非健康指数组相比,在引入健

康指数后,高血压用户的血压下降效果更显著,高血

压的管理效果有了明显提升。因此,健康指数能够有

效帮助居民及时了解自身血压变化情况,尽早采取干

预措施,防止血压升高;而对于高血压人群,健康指数

能够反映降血压的效果,通过量化评估用户的高血压

风险,准确分析用户的高血压发展阶段,对症下药采

取更有针对性的干预方案,帮助用户及时控制血压,
防止高血压继续发展进而产生并发性疾病。

  将高血压“健康指数”模型部署在三甲医院的主

动健康管理系统上,在健康管理师分类管理和居民自

我健康管理两种应用场景中进行应用,评估模型在实
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际业务场景中的表现。

  ①健康管理师分类管理。图6的主动健康管理

系统页面显示,健康管理师依据系统中的健康指数对

高血压患者进行分类管理:普通管理或强化管理,确
保重点人群得到充分关注,并据此制定个性化、精准

化的健康管理方案。健康管理师通过健康指数的变

化,把握高血压患者在一段时间内的健康动态,进而

对管理方案进行及时、有效的调整。在日常随访和分

层分级评估过程中,健康管理师可借助健康指数进行

智能随访与评估。

  ②居民自我健康管理。医院的移动端健康管理

应用也集成了高血压健康指数模型,应用界面如图7
所示。居民通过健康指数分值的大小,直观地感知高

血压风险程度的演变,通过量化指标清晰地把握自身

的健康状况及发展趋势。应用程序中的智能推荐算

法会根据健康指数的动态变化,精准推送健康科普知

识,并根据个人健康状况推送健康管理建议和处方,
让居民积极、主动地参与自身的健康管理。

图6 主动健康管理系统页面

Fig.6 Functional
 

interface
 

of
 

the
 

active
 

health
 

management
 

system

图7 移动端健康管理应用———“健康指数”页面

  Fig.7 “Health
 

index”
 

functional
 

interface
 

of
 

the
 

mobile
 

health
 

management
 

application

3 结论

  本研究根据国家高血压相关防治指南及专家意

见,筛选年龄、性别、血压、高尿酸血症等23项作为风

险因素,在居民电子健康档案收集数据并进行预处

理,形成有效数据集,基于LightGBM 算法框架构建

多维度高血压“健康指数”评分模型,并将其部署在广

西某大型三甲医院的主动健康管理系统上开展实证

研究。实证结果表明,1期、2期、3期高血压用户的

收缩压和舒张压都有较为明显的下降,高血压管理效

果有所提升。多维度高血压“健康指数”模型能够帮

助居民直观监测自身的高血压水平,为健康管理师提

供了参考依据,为制定个性化健康干预方案提供了一

种量化工具。然而模型也存在一些局限性,如医疗健

康数据的完整性和有效性对模型结果的准确性有着

直接影响。在未来,医疗健康数据的标准化和格式化

是需关注的研究方向,另一个研究方向是调整风险因

素和改进算法模型,推广应用到糖尿病、脑卒中等其

他慢性病人群的健康管理中。
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Abstract:In
 

this
 

study,a
 

multi􀆼dimensional
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index”
 

assessment
 

model
 

based
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data
 

analysis
 

and
 

artificial
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technology
 

was
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model
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algorithm
 

model
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the
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and
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a
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Guan-
gxi.Through

 

empirical
 

research,the
 

model
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blood
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rate
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the
 

risk
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hypertensive
 

patients,and
 

effectively
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study
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diseases.
Key

 

words:hypertension
 

management;big
 

data;machine
 

learning;health
 

index;health
 

profile

责任编辑:陆媛峰

微信公众号投稿更便捷
联系电话:0771􀆼2503923
邮箱:gxkx@gxas.cn
投稿系统网址:http://gxkx.ijournal.cn/gxkx/ch

368




