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摘要:针对现有的风电功率短期预测模型难以准确捕捉风电历史监测数据与风电功率之间的非线性映射关系,
以及难以适应风速环境变化导致预测效果差的问题,本研究基于变分模态分解(Variational

 

Mode
 

Decomposi-
tion,VMD)和门控循环单元(Gated

 

Recurrent
 

Unit,GRU)设计了风电功率预测模型VMD􀆼GRAU。首先对

风电数据进行变分模态分解,避免模态混合和假峰值的问题,然后提出门控循环注意力(Gated
 

Recurrent
 

At-
tention

 

Unit,GRAU)模型,设计注意门来增强GRU对重要序列特征的捕捉能力和稳健性,设计误差修正模块

来降低风电功率预测的随机性和波动性影响,最后在损失函数中添加稀疏正则化项来防止模型过拟合。实验

结果表明所提出的VMD􀆼GRAU模型在平均绝对误差90(MAE)、均方根误差(RMSE)和拟合优度(R2)方面

分别达到0.022、0.016和0.995,相比传统模型GRU和Transformer,本研究提出模型预测的平均绝对误差提

升了26%-31%,在不同环境下依然具有较好的泛化性。
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  近年来,随着风力发电需求的不断增长,准确预

测风力发电功率变得越来越重要。风能的间歇性和

随机性特点,使得风力发电功率的预测面临很大挑

战,且已经引起风力发电企业的高度关注[1]。准确的

风力发电功率预测对风力发电企业制定合理的发电

交易计划以获得更多盈利,以及与电网调度部门制定

运行计划、调整调度计划等方面都具有重要意义[2]。

  目前,风电功率的短期预测方法主要分为统计模

型、机器学习模型以及组合模型[3],统计模型和机器

学习模型是常用的风电功率短期预测模型。统计模

型包括自回归模型、滑动平均模型、自回归滑动平均

模型、自回归差分滑动平均模型等[4]。机器学习模型

包括支持向量机、随机森林、贝叶斯加性回归树、极限

学习机等[5]。王永生等[6]在时间序列数据中加入时
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间窗口和金融因子,再将该数据输入极端梯度提升

(XGBOOST)模型进行预测输出,结果显示,XG-
BOOST模型虽然具有较快的收敛速度,但是在面对

波动较强的历史数据时预测效果不佳。Gu等[7]使用

模糊C均值对风力特征进行聚类,并利用鲸鱼优化

算法提高模型的收敛精度。但是这些方法在处理多

元时间序列数据时存在局限性,在面对高维度、时空

相关性、动态性和非线性等特征数据时,传统的统计

模型和机器学习模型难以捕捉这些数据的内在特征

和适应动态变化的环境,模型预测准确率不高。

  近年来基于深度学习的模型被广泛应用于风力

发电功率预测中。深度学习方法主要包括反向传播

网络、循环神经网络(Recurrent
 

Neural
 

Network,

RNN)、卷积神经网络(Convolutional
 

Neural
 

Net-
works,CNN)等。陈峰等[8]提出基于经验模态分解

的特征构建方法,利用绳索算法进行特征选择,输入

基于贝叶斯优化的长短期记忆神经网络的预测模型

进行风电功率预测,但是该模型在面对波动较强的历

史数据时预测效果不佳。吴坚等[9]介绍了一种基于

奇异谱分析、CNN、门控循环单元(Gated
 

Recurrent
 

Unit,GRU)和支持向量回归(Support
 

Vector
 

Re-
gression,SVR)的组合预测模型,基于奇异谱分析的

预测模型能够获取时间序列中的时序演变特征和波

动趋势,有效提升了不同步长下的预测精度。Huai
等[10]利用CNN对原始输入数据进行特征提取和降

维,GRU负责对处理后的时间序列进行预测,结果表

明,所提出的CNN_GRU模型在预测表现中具有最

佳效果。Liu等[11]利用奇异谱分析将原始风速序列

分解为一个主要趋势分量和一些细节分量,随后采用

CNN􀆼GRU网络预测趋势分量,最后采用SVR对细

节分量进行预测,实验结果表明,所提出的模型在预

测性能上获得了良好的结果。以上方法均需要大量

的计算资源和训练数据,对复杂数据的处理能力有

限,且对不同环境的风电数据存在泛化能力不足的

问题。

  组合模型是一种将多个子模型进行组合或者将

各个子模型的结果加权输出的方法。其中,最小二乘

支持向量机和径向基函数神经网络加权组合的预测

方法是一种常用方法[12]。该方法通过训练多个子模

型,如支持向量机(Support
 

Vector
 

Machine,SVM)、
长短 期 记 忆 网 络 (Long

 

Short􀆼Term
 

Memory,

LSTM)、差分自回归移动平均模型(Autoregressive
 

Integrated
 

Moving
 

Average
 

Model,ARIMA)等,对

原始数据进行预测,然后将每个子模型的预测结果进

行加权平均,得到最终的预测结果。由于不同的子模

型在处理不同类型的数据时可能存在效果不统一、难
以平均优化的问题[13],因此,在实际应用中需要根据

具体情况人工选择合适的子模型,并进行大量的加权

调整和优化,才能提高预测精度和稳定性。

  针对以上问题和不足,本研究提出一种新颖的风

电功率预测模型VMD􀆼GRAU,该模型融合了变分模

态分解(Variational
 

Mode
 

Decomposition,VMD)、门
控循环注意力

 

(Gated
 

Recurrent
 

Attention
 

Unit,

GRAU)模型,设计注意门来增强GRU
 

对重要序列

特征的捕捉能力和稳健性,设计误差修正模块来降低

风电功率预测的随机性和波动性影响,在损失函数中

添加稀疏正则化项来防止模型过拟合,最后在真实数

据集上验证算法的准确性与有效性。

1 方法与理论

1.1 VMD􀆼GRAU模型

  本研究提出了一种基于信号分解和深度学习的

风电功率预测模型VMD􀆼GRAU,如图1所示。通过

图1 VMD􀆼GRAU预测模型的预测结构

  Fig.1 Prediction
 

structure
 

of
 

VMD􀆼GRAU
 

prediction
 

model
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使用VMD对信号进行分解,提取不同时间尺度的特

征,避 免 了 模 态 混 合 和 假 峰 值 问 题。同 时 提 出

GRAU模型,设计了注意门来增强GRU长期记忆的

能力,并帮助记忆单元快速丢弃不重要的内容,记住

对时序预测重要的部分,从而增强模型对数据特征的

捕捉能力和稳健性;设计误差修正模块来降低风电预

测的随机性和波动性影响,最后在传统的损失函数中

添加稀疏正则化项来防止模型过拟合并增强模型的

泛化性。

1.2 变分模态分解

  VMD是一种信号分解技术,它可以将原始信号

分解成若干个本征模态函数
 

(Intrinsic
 

Mode
 

Func-
tions,IMF)[14],这些

 

IMF
 

可以用于分析信号的频率

特征和时域特征。VMD也是一种降噪算法,可用于

从高维数据集中分离出低维信号,这些信号代表了数

据集的多个模态特征。因此,VMD
 

是一种自适应的

分解方法,可以自动适应信号的局部特性。在风力发

电机功率预测中,VMD可以有效地分离出风力发电

机功率数据集的多个模态,这些模态代表了影响风力

发电机功率的因素,如风速、天气条件、风力涡轮机的

状态等。
 

此外,VMD可以避免模态混合和假峰值等

问题,比传统的降噪算法(如主成分分析法和独立成

分分析法)更有效。对于给定的信号x(t),将其分解

为K 个本征模态函数的叠加。
 

  x(t)=∑
K

k=1uk(t)+rk(t), (1)

式中,uk(t)
 

为第k 个本征模态函数在t时刻的值,

rk(t)
 

为余项,t为时间步。

  本征模态函数满足在时域上是单调振荡的,其

Hilbert变换的辐角是常数。本质上,本征模态函数

是信号的局部振动模式。通过将信号分解成多个本

征模态函数可以对信号的不同特征进行分析。

  VMD分解通过解决如下的凸优化问题来计算

本征模态函数和余项。

  minuk,fk

1
2∑

N

i=1∑
K

k=1
[uk(t)-fk(t)]2+

λ∑
K

k=1 ∑
N

i=1γk(t)uk(t)
 

, (2)

式中,fk(t)
 

为第k 个本征模态函数的重构信号,

γk(t)为权重系数,λ为正则化参数,N 为信号长度。

  为了求解上述问题需要使用迭代方法。首先,随
机初始化本征模态函数uk(t)和权重系数γk(t),然
后通过交替最小化2个步骤来进行更新。

  ①给定权重系数γk(t),通过最小化下列二次代

价函数来更新本征模态函数。

  minuk

1
2∑

N

i=1
[uk(t)-fk(t)]2+

λ ∑
N

i=1γk(t)uk(t) 。 (3)

  通过Proximal
 

operator方法求解。首先计算一

个N 信号长度的矩阵Pk。

  Pk(i,j)=
1
2exp

(-
(i-j)2

2σ2
k

), (4)

式中,i和j分别代表时间序列中两个不同时刻的索

引用于计算协方差矩阵,σk 是与第k 个本征模态函

数相关的宽度参数。更新本征模态函数表示如下:

  uk =∑
N

i=1Pk(i,j)fk(i)

∑
N

i=1Pk(i,j)γk(i)
, (5)

式中,fk(i)表示第i个本征模态函数的重构信号,

γk(i)表示权重系数。

  ②给定本征模态函数uk(t),通过最小化下列二

次代价函数J(w)来更新权重系数。

  J(w)=
1
2∑

K

k=1
[uk(t)-∑

M

j=1wkjyj(t)]2+

v
2∑

M

j=1
[yj(t)-yj(t-1)]2, (6)

式中,K 为本征模态数量(设置为3),M 是权重系数

的数量,wkj 为第k个本征模态函数与第j个输入信

号之间的权重系数,yj(t)代表模型在时间t对第j
个输入信号进行的预测值,v 为平滑系数,yj(t-1)
代表模型在时间

 

t-1
 

对第
 

j
 

个输入信号进行的预

测值。目标是最小化代价函数J(w),其中第一项表

示拟合误差,表示本征模态函数与输入信号之间的差

异,第二项表示平滑性约束,表示输入信号的变化应

该尽可能平滑。通过最小化代价函数,可以得到最优

的权重系数w,从而实现对输入信号的重构和预测。

1.3 GRU模型

  GRU是 RNN 的变种。与传统的 RNN 相比,

GRU引入了门控机制,可以更好地捕捉时间序列数

据中的长期依赖关系,避免了梯度消失和梯度爆炸的

问题。

  如图2所示,一个典型的GRU的结构可以分为

更新门zt、重置门rt 和候选隐藏状态h􀮨t 。其中,更
新门和重置门的作用是控制信息流的开关,而候选隐

藏状态则是一个经过门控调节后的隐藏状态,用于更

新RNN中的当前隐藏状态。

  首先,对于一个输入序列xt,一个上一时间步的
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隐藏状态ht-1 以及GRU单元的权重矩阵W 和偏置

向量b计算更新门。

  zt=σ(Wzxt+Uzht-1+bz)。 (7)

  计算重置门:

  rt=σ(Wrxt+Urht-1+br), (8)

图2 GRU模型

Fig.2 GRU
 

model
式(7)和式(8)中σ为sigmoid函数,U 为权重矩阵。

  计算候选隐藏状态h􀮨t:

  h􀮨t=tanh(Wxt+U(rt×ht-1)+b)。 (9)

  最 后,GRU 通 过 更 新 门 来 计 算 当 前 隐 藏 状

态ht。

  ht=(1-zt)×ht-1+zt×h􀮨t。 (10)

  通过对输入数据进行门控操作,GRU可以有效

地捕捉时间序列数据中的长期依赖关系,提高序列数

据的建模能力。

1.4 GRAU模型

  在风电功率预测中,由于风速环境是不断变化

的,捕捉风速环境的动态变化对于风电功率预测至关

重要,传统GRU时间序列预测模型在捕获序列之间

的依赖方面有所欠缺。注意力(Attention)机制是一

种可以根据输入数据的不同部分自适应地赋予不同

的权重,从而使模型更加关注对预测结果有贡献的输

入部分的机制。注意力机制可以赋予每个时间步的

GRU输出不同的权重,权重取决于当前的风速环境

和历史的风速环境,模型的预测结果可以更好地反映

当前的风速环境,从而提高动态变化的预测效果。本

研究将注意力机制思想无缝集成到GRU算法内部,
提出GRAU模型。设计注意门来增强GRU长期记

忆的能力,并帮助记忆单元快速丢弃不重要的内容,
记住对时序预测重要的部分。GRAU模型能够通过

自适应地选择区域或位置序列,从序列数据中提取信

息,并在学习过程中更加关注所选区域。

  在 GRAU 模型中,注意力接收序列信息x1,

x2,…,xt 和最后时刻的隐藏状态ht-1,以学习可以

表达这些信息重要性的权重矩阵At,表示如下:

  at=fM(ht-1,xt)At=
exp(at)

∑
T

t=1exp(at)
h
︿
t=

tanh(At[xt,ht-1]), (11)
式中,at 为概率向量;fM 为注意力学习函数,是仅由

ht-1 和xt 决定的学习函数,使用速度快的前馈神经

网络实现。采用多头注意力机制,输入向量的维度变

为原来的1/M,输入到 M 个前馈神经网络,所有输

出向量取平均值得到at。每个注意力头都可以学习

不同的注意力模式,因此多头注意力机制可以捕捉到

输入序列中不同部分之间的复杂关系,从而提高模型

的表示能力,经实验最后确定本研究的注意力头个数

为4,在模型速度和准确率之间达到平衡。最后归一

化后得到的At,表示第t时间步对模型预测的重

要性。

  图3是一个完整的GRAU 结构,其中隐藏状态

ht-1 和输入xt 中的向量被送到学习函数fM 中产生

一个概率向量at ,可以理解为学习到的历史经验和

此刻的风电状态进行融合得到向量h
︿
t。 在GRU 结

构中保留了更新门和重置门,并添加了注意门得到向

量h
︿
t。 因此,输出的隐藏层状态的值为

  ht=(1-zt)ht-1+zth􀮨t+zth
︿
t/ε, (12)

式中,ε为注意力门的占比,实验中经过超参数寻优

后一般设置为2。

图3 GRAU 模型

Fig.3 GRAU
 

model

1.5 误差修正模块

  误差是指预测值与观测值之间的偏差。观测实

验中的预测差,可以得知在某些时期的预测误差较

大。由于前期的预测模型是基于历史风电特征数据,
其预测虽然可以有效地反映风电的趋势但是无法获

得风电的随机和波动因素。因此,本研究提出一种修

正误差的方法来提高预测精度。首先,定义预测模型

的预测误差en 为

  en =Pn -P
︿
n , (13)
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式中,Pn 和P
︿
n 分别是风力发电功率的实际观测值

和预测值。本研究分析了预测误差的主要因素。预

测误差可能包含与风电相关的随机值和波动,需要对

相关波动进行校正以提高预测精度。应用Pearson
相关系数分析预测误差与风电数据的关系。相关系

数表示为

  ρX,Y =
E[(X -μX)(Y-μY)]

ζXζY

, (14)

式中,ρX,Y 是X和Y的相关系数,E为计算平均值,

μ 和ζ分别代表变量的平均值和均方差。如果两个

变量X和Y相关,则ρX,Y 的值接近1,在不同环境的

数据集下计算得到模型预测误差与风速特征的相关

系数最高,这与直觉相符,说明可以利用风速特征对

预测误差进行优化调整。

  本研究使用简单的两个全连接层实现误差修正

模块,具有参数量少、计算速度快的优点。具体实现:
第一个全连接层的输出神经元数量为10,激活函数

选择ReLU。神经元数量通过超参数寻优确定。这

一层的作用是对模型的输出进行进一步的非线性变

换。第二个全连接层的输出神经元数量为1,没有设

置激活函数。这一层的作用是将前一层的输出映射

到单个数值,作为最终的修正输出。这两个全连接层

的参数会在训练过程中自动学习,以便最小化模型预

测结果与真实结果之间的误差。在训练期间,优化器

会根据损失函数(均方误差)的梯度调整全连接层的

权重和偏置,以逐步改进模型的性能。最终,通过将

修正模型的输出与原始模型的输出相加,从而获得更

精确的预测结果。

1.6 使用稀疏正则化的损失函数

  在模型训练过程中,如果只尝试拟合输入的训练

数据,将极大概率导致模型过拟合并降低模型的泛化

性。林东方等[15]指出均方误差
 

(Mean
 

Squared
 

Er-
ror,MSE)作为损失函数会降低模型的泛化性能,稀
疏正则化有助于模型泛化性的提升。本研究为避免

过拟合,在训练阶段改进了损失函数Loss,添加正则

化项和稀疏项。

  Loss=
1
m∑

m

i=1
(Pi-P

︿
i)2+α×Ωw +β×ΩS,

(15)
式中,Pi 表示风力发电功率的实际观测值,P

︿
i 为发

电功率的预测值,第一项是MSE,α 和β分别为正则

化项和稀疏项的系数,Ωw 是L2权重正则化项,在数

学上表示为

  Ωw =
1
2∑

L

l∑
m

i∑
n

j
(Wl

ij)2,
 

(16)

式中,L和m分别表示隐藏层和样本总数,n表示样

本数据使用的变量数目,Wl
ij 表示隐藏层l的第

 

i
 

个

神经元与第
 

j
 

个输入变量之间的连接权重,ΩS 是稀

疏正则化项,在数学上表示为

  ΩS =∑
S

i=1KLD(ppi
)=∑

S

i=1plog(
p
pi
)+(1-

p)log(
1-p
1-pi

), (17)

式中,p是神经元的期望激活值,pi 是神经元i的平

均激活值,KLD 表示Kullback􀆼Leibler
 

(KL)散度。
当神经元的实际激活值和期望激活值相同时,稀疏正

则化项将为0。随着期望激活值和平均激活值之间

差异的增加,ΩS 项将增加。损失函数中的L2权重

正则化项和稀疏正则化项有助于提升GRAU 模型的

泛化性能。

2 结果与分析

  实验在Linux 操作系统下的Pycharm 平台进

行,CPU 为Intel(R)
 

Xeon(R)
 

Gold
 

6154,内存128
 

G,GPU 为NVIDIA
 

TITAN
 

V,显存24
 

G。

  为验证所提方法的有效性,采用龙源电力集团股

份有限公司独有的空间动态风力发电预测数据集。
数据采样周期为10

 

min,共记录了245
 

d 的风电功

率数据,数据集记录了风机的风速、风向等9个特征

和风电功率。

  本研究提出的VMD􀆼GRAU 模型超参数如表1
所示。
表1 VMD􀆼GRAU模型超参数

Table
 

1 Hyperparameters
 

of
 

VMD􀆼GRAU
 

model

超参数
Hyperparameters

数值
Value

GRU
 

hidden
 

layers 64

Total
 

number
 

of
 

attention
 

heads 4

Attention
 

head
 

dimension 64

Regularization
 

term
 

coefficient 0.2

Sparse
 

term
 

coefficient 0.2

Activation
 

function ReLU

Learning
 

rate 0.001

2.1 模型评价指标

  首先将数据集的80%作为训练集,20%作为测

试集,训练集的数据用作模型的训练输入,测试集检
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测模型的预测效果。为了检测模型的预测效果,选择

平均绝对误差(MAE)、均方根误差(RMSE)和拟合

优度(R2)来评价预测结果,其表达式分别为

  MAE=
1
n∑

n

i=1|y
︿
i-yi|, (18)

  RMSE=
 
1
n∑

n

i=1
(y
︿
i-yi)2

 

, (19)

  R2=1-∑
n

i=1
(yi-y

︿
i)2

∑
n

i=1
(yi-y-i)2

, (20)

式中,n 为预测样本数,yi 和y
︿
i 分别为实际值和预测

值,R2 分子部分表示真实值与预测值的平方差之

和,类似于均方误差
 

MSE,分母部分表示真实值与均

值的平方差之和,类似于方差
 

Var。

2.2 风速序列
 

VMD
 

分解

  VMD分解风速信号时,需要事先确定分解模态

数K,每个分量模态根据中心频率的不同来区分。
在进行VMD分解时,VMD分解的分解个数对模型

预测至关重要[16]。

  经过多次对比试验,将K 设置为3时,各个模态

的差异较大,且模态3模态中心频率值在0.05-
0.35波动,保留的特征更多(图4)。因此,本研究对

历史风速进行
 

VMD
 

分解时的模态数设置为
 

3。原

始风速数据和经
 

VMD
 

分解后的结果如图5所示。
其中IMF1-IMF3

 

为分解出的从低频到高频的风速

分量。

图4 K=3时各模态中心频率图

Fig.4 Center
 

frequency
 

diagram
 

of
 

each
 

mode
 

when
 

K=3

  为了说明添加
 

VMD
 

分解后的特征序列相比原

始风速特征序列对风电功率预测模型有提升效果,对
两种情况做了仿真分析。其中,基础预测模型选择

CNN􀆼GRU 预测算法,VMD􀆼CNN􀆼GRU 为添加了

VMD分解特征的算法。模型预测误差的输出结果

如图6所示,可以看出,经
 

VMD
 

分解后的风速分量

作为训练输入比原始风速更能反映风电功率的变化。
与传统的使用基于PCA的PCA􀆼CNN􀆼GRU方法相

比,经VMD分解后风速分量的预测误差几乎都在

[-50,200],而PCA􀆼CNN􀆼GRU的预测误差几乎都

在[-190,210]。

图5 VMD分解结果

Fig.5 VMD
 

decomposition
 

results

图6 各模型预测结果对此

Fig.6 Prediction
 

results
 

of
 

each
 

model

  原始风速预测功率的误差绝对值在
 

200
 

kW
 

以

上的很多,有的预测点误差超过300
 

kW。证明添加

VMD方法的有效性。
 

  为了充分测试本研究提出的VMD􀆼GRAU模型

的预测能力,添加4组常用单一预测模型与3组组合

预测模型进行对比。其中:单一预测模型分别为

GRU[17]、CNN、CNN􀆼GRU[18]、CNN􀆼Transformer;
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组合预测模型分别为 VMD􀆼CNN[19]、VMD􀆼CNN􀆼
GRU[20]、VMD􀆼GRU[21]。选取1

 

000
 

min的风电数

据进行预测,对比结果如图7所示。

图7 各模型预测结果对比

Fig.7 Comparison
 

on
 

prediction
 

results
 

of
 

different
 

models

  从图7的预测结果的对比中可以看出,本研究提

出的 VMD􀆼GRAU 模型的预测精度要高于其他模

型。对于风速功率剧烈抖动或者波动较大的地方,本
研究提出的模型相比其他模型依然具有较好的拟合

效果,这说明了本研究提出的模型能够有效提取风速

序列的细节信息,取得更高的预测精度,且误差模块

能够较好地抵御风电的随机和波动因素。不同预测

模型在完整的测试集上的各个评价结果如表2所示。
表2 不同预测模型的测试结果

Table
 

2 Test
 

results
 

of
 

different
 

prediction
 

models

预测模型
Prediction

 

model MAE RMSE R2

VMD􀆼GRAU 0.022 0.016 0.995

GRAU 0.025 0.022 0.990

CNN 0.028 0.042 0.978

CNN􀆼Transformer 0.024 0.034 0.989

CNN􀆼GRU 0.028 0.016 0.988

GRU 0.030 0.044 0.981

GRU􀆼Transformer 0.025 0.040 0.985

Transformer 0.032 0.049 0.977

VMD􀆼CNN 0.028 0.041 0.984

VMD􀆼CNN􀆼GRU 0.023 0.030 0.991

VMD􀆼GRU 0.025 0.041 0.984

  由表2可以看到本研究提出的VMD􀆼GARU模

型取得了最好 的 预 测 效 果,预 测 的 MAE 相 较 于

GRU模型提升了26%,相较于Transformer模型提

升了31%。由此可以得出,在风电功率预测上,本研

究提出的VMD􀆼GARU模型预测精度最高,预测效

果最好。

  使用训练好的模型在不同地区、不同风机上的数

据集进行泛化性测试,选择R2 作为评价指标,每个

地区选择3个风机测试,平均运行5次,不同方法的

平均预测结果如表3所示。
表3 不同环境下各模型泛化性测试

Table
 

3 Model
 

generalization
 

test
 

in
 

different
 

environments

预测模型
Prediction

 

model

R2

地区2
风机(1-3)
Region

 

2
(wind

 

turbine
1-3)

地区3
风机(4-6)
Region

 

3
(wind

 

turbine
4-6)

地区4
风机(7-9)
Region

 

4
(wind

 

turbine
7-9)

GRU 0.698 0.801 0.754

CNN􀆼GRU 0.674 0.644 0.521

AGRU 0.741 0.602 0.688

VMD􀆼GRU 0.799 0.911 0.784

Transformer 0.687
 

0.904 0.860

VMD
 

Transformer 0.707
 

0.907 0.884

VMD􀆼GRAU 0.907
 

0.921 0.938

  从表3可以明显看出,本研究提出的 VMD􀆼
GRAU模型在不同环境下依然具有较好的泛化性,
相比基线模型GRU提高了15%-30%。而其他模

型 (如 Transformer、VMD
 

Transformer、VMD􀆼
GRU)虽然在某些地区能够取得较好的测试性能,但
是并不具备在所有地区均稳定的泛化性。

3 结论

  针对风电功率随机性较强,现有风电功率短期预

测模型难以捕捉风电时序关联特征的问题,本研究首

先采用变分模态分解得到影响风电预测的模态特征;
然后提出GRAU模型,设计注意门来增强模型对数

据特征的捕捉能力和稳健性,设计误差修正模块来降

低风电预测的随机性和波动性影响;最后在传统的损

失函数中添加稀疏正则化项来防止模型过拟合。实

验结果表明,本研究提出的模型相比传统模型GRU
和 Transformer,其 预 测 的 MAE 提 升 了

 

26% -
31%;在不同环境下依然具有较好的泛化性,相比基

线模型GRU提高了15%-30%。
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fication
 

algorithms
 

were
 

used
 

to
 

model
 

and
 

analyze
 

the
 

factors
 

influencing
 

poor
 

prognosis
 

within
 

90
 

d.The
 

prediction
 

performance
 

and
 

accuracy
 

of
 

the
 

nomogram
 

model
 

were
 

evaluated
 

based
 

on
 

the
 

Receiver
 

Operating
 

Characteristic
 

(ROC)
 

curve
 

and
 

calibration
 

plot.The
 

results
 

showed:(1)13.95%
 

(108
 

cases)
 

of
 

the
 

patients
 

had
 

poor
 

prognosis
 

within
 

the
 

3􀆼month
 

follow􀆼up
 

period.(2)The
 

patients
 

with
 

poor
 

prognosis
 

had
 

higher
 

age,levels
 

of
 

White
 

Blood
 

Cell
 

(WBC),C􀆼Reactive
 

Protein
 

(CRP),and
 

Triglyceride
 

(TG),National
 

Institutes
 

of
 

Health
 

Stroke
 

Scale
 

(NIHSS)
 

score
 

at
 

admission,infarct
 

volume,and
 

onset􀆼to􀆼treatment
 

time
 

than
 

the
 

pa-
tients

 

with
 

good
 

prognosis.The
 

patients
 

with
 

poor
 

prognosis
 

had
 

lower
 

Glasgow
 

Coma
 

Scale
 

(GCS)
 

score
 

at
 

admission
 

than
 

the
 

patients
 

with
 

good
 

prognosis
 

(P<0.05).The
 

Extreme
 

Gradient
 

Boosting
 

(XGB)
 

algo-
rithm

 

performed
 

best,with
 

the
 

area
 

under
 

the
 

ROC
 

curve
 

(AUC)
 

of
 

0.81,and
 

the
 

calibration
 

curve
 

showed
 

a
 

high
 

degree
 

of
 

consistency
 

between
 

the
 

predicted
 

and
 

actual
 

occurrence
 

of
 

risk.(3)The
 

top
 

six
 

predictive
 

vari-
ables

 

selected
 

by
 

the
 

XGB
 

algorithm
 

were
 

onset􀆼to􀆼treatment
 

time,CRP
 

level
 

at
 

admission,age,infarct
 

vol-
ume,TG

 

level,and
 

NIHSS
 

score.These
 

results
 

indicate
 

that
 

the
 

XGB
 

algorithm
 

can
 

be
 

used
 

to
 

predict
 

the
 

factors
 

influencing
 

short􀆼term
 

poor
 

prognosis
 

in
 

AIS
 

patients
 

beyond
 

the
 

time
 

window
 

for
 

intravenous
 

throm-
bolysis.
Key

 

words:acute
 

ischemic
 

stroke;beyond
 

the
 

time
 

window
 

for
 

thrombolysis;prognosis;machine
 

learning;
clinical

 

prediction
 

model
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Abstract:The
 

existing
 

short􀆼term
 

wind
 

power
 

prediction
 

models
 

are
 

difficult
 

to
 

accurately
 

capture
 

the
 

nonlin-
ear

 

mapping
 

relationship
 

between
 

wind
 

power
 

historical
 

monitoring
 

data
 

and
 

wind
 

power
 

and
 

adapt
 

to
 

the
 

en-
vironmental

 

changes
 

in
 

wind
 

speed,which
 

lead
 

to
 

poor
 

prediction
 

results.In
 

view
 

of
 

these
 

problems,a
 

wind
 

power
 

prediction
 

model
 

was
 

designed
 

based
 

on
 

Variational
 

Mode
 

Decomposition
 

(VMD)
 

and
 

Recurrent
 

Neu-
ral

 

Network
 

(RNN).The
 

model
 

first
 

performed
 

VMD
 

of
 

the
 

wind
 

power
 

data
 

to
 

avoid
 

the
 

problems
 

of
 

mode
 

mixing
 

and
 

false
 

peaks,and
 

proposed
 

the
 

Gated
 

Recurrent
 

Attention
 

Unit
 

(GRAU)
 

model,which
 

designed
 

an
 

attention
 

gate
 

to
 

enhance
 

the
 

ability
 

of
 

RNN
 

to
 

capture
 

the
 

important
 

sequential
 

features
 

and
 

robustness.An
 

error
 

correction
 

module
 

was
 

designed
 

to
 

reduce
 

the
 

effects
 

of
 

stochasticity
 

and
 

volatility
 

in
 

wind
 

power
 

pre-
diction,and

 

finally
 

a
 

sparse
 

regularization
 

term
 

was
 

added
 

in
 

the
 

loss
 

function
 

to
 

prevent
 

the
 

model
 

from
 

be-
ing

 

overfitted.The
 

experimental
 

results
 

showed
 

that
 

the
 

proposed
 

VMD􀆼GRAU
 

model
 

achieved
 

the
 

average
 

values
 

of
 

0.022,0.016,and
 

0.995
 

in
 

terms
 

of
 

Mean
 

Absolute
 

Error
 

(MAE),Root
 

Mean
 

Square
 

Error
 

(RMSE),and
 

R2
 

score,respectively.The
 

model
 

proposed
 

in
 

this
 

study
 

improved
 

the
 

MAE
 

by
 

26%-31%
 

compared
 

with
 

GRU
 

and
 

Transformer
 

models
 

and
 

had
 

good
 

generalization
 

performance
 

in
 

different
 

environ-
ments.
Key

 

words:wind
 

power
 

prediction;variational
 

mode
 

decomposition;attention
 

mechanism;regularization
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