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融合ChineseBERT和双向注意力流的中文商品评论方面情感
分析*
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(1.桂林电子科技大学计算机与信息安全学院,广西桂林 541004;2.桂林电子科技大学商学院,广西桂林 541004;3.桂林电子

科技大学,广西可信软件重点实验室,广西桂林 541004)

摘要:准确分类电商平台中用户评论所包含的多个方面的情感极性,能够提升购买决策的有效性。为此,提出

一种融合ChineseBERT和双向注意力流(Bidirectional
 

Attention
 

Flow,BiDAF)的中文商品评论方面情感分

析模型。首先,通过融合拼音与字形的ChineseBERT预训练语言模型获得评论文本和方面文本的词嵌入,并
采用从位置编码和内存压缩注意力两个方面改进的Transformer来表征评论文本和方面文本的语义信息。然

后,使用双向注意力流学习评论文本与方面文本的关系,找出评论文本和方面文本中关键信息所对应的词语。
最后,将Transformer和双向注意力流的输出同时输入到多层感知机(Multilayer

 

Perceptron,MLP)中,进行信

息级联和情感极性的分类输出。测试结果表明,提出的模型在两个数据集上的准确率分别为82.90%和

71.08%,F1分数分别为82.81%和70.98%。
关键词:商品评论;方面情感分析;词嵌入模型;注意力机制;双向注意力流
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  随着信息技术的发展,网上购买已经成为人们的

主流购物方式之一。用户对网购的喜爱促进了天猫、
京东等众多电商平台的发展,同时也加剧了电商平台

之间的竞争。电子商务平台上的评论文本往往能比

较客观真实地表达用户购买商品后的感受和看法,对
其所含情感进行分析挖掘,能够有效促进电子商务平

台的健康发展。对商品评论进行方面情感分析,对用

户而言,能够增强用户对新购商品的了解程度和信任

感,使其更好地做出购买决策;对商户而言,能够及时

有效地发掘商品的“痒点”和“痛点”,使其进一步改进

商品质量、提升服务水平、开展精准营销;对平台而

言,能够将商户按优劣分类,实现商户的精准化、规范

化管理。

  最近,针对评论文本的情感分析大多为基于卷积
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神经网络(Convolutional
 

Neural
 

Networks,CNN)和
长短 期 记 忆 网 络 (Long

 

Short􀆼Term
 

Memory,

LSTM)等深度学习的方法[1]。赵杨等[2]为了研究海

淘移动电商平台的用户满意度,用支持向量机(Sup-
port

 

Vector
 

Machine,SVM)替换CNN文本分类模

型中分类层的Softmax函数,提出CNN􀆼SVM 情感

分类模型,增强了CNN模型的准确性和泛化能力。
郝利栋等[3]为了增强CNN模型的特征抽取能力,提
出多路融合的CNN模型,与CNN模型相比,其模型

在商品评论情感分析任务中取得了更好的效果。王

伟等[4]针对双向LSTM
 

(BiLSTM)模型在文本情感

分类中存在的上下文语义学习不充分和训练费时的

问题,提出一种融合注意力机制的BiGRU模型。除

了以上使用单个CNN或LSTM模型外,一些学者还

对融合多个模型的方法进行了探索[5,6]。韩虎等[7]

融合CNN和LSTM两个模型,提出一种多粒度注意

力层次神经网络模型,结果表明融合后得到的模型在

文本情感分类任务中取得了更好的分类精确度。杜

朋等[8]为了对电商平台上的商品评论进行分析,提出

一种融合Transformer和CNN的模型,发现与BiL-
STM模型相比,其模型准确率更高且训练消耗时间

更短。此外,一些研究者发现通过改进神经网络中的

词嵌入方式能够有效提升模型的性能[9]。厍向阳

等[10]提出Sword2vect情感向量,与 Word2Vec相

比,Sword2vect能够更好地表示词语的上下文语义。
颜礼蓉等[11]融合词性和词嵌入两种特征,解决了传

统词嵌入模型存在的情景信息表征不足的问题。现

有的商品评论情感分析主要以句子级的研究为主,不
能细粒 度 地 分 析 评 论 句 子 中 各 个 方 面 的 情 感 极

性[12]。例如,在“新机到手外观变化不大,有点小失

望。系统一如既往的好,性能提升较大。”这条针对手

机的商品评论中,包含了“外观”和“系统”两个方面,
且两个方面的情感极性不一致。在句子级的情感分

析模型测试中发现,模型忽略了评论语句中对“外观”
的相关消极描述,将整条评论划分在了积极的情感极

性类别中。

  针对现有句子级情感分析模型在处理包含多个

方面,且每个方面的情感极性不一致的商品评论时,
准确率较 低 的 问 题,本 文 提 出 一 种 融 合 Chinese-
BERT 和 双 向 注 意 力 流 (Bidirectional

 

Attention
 

Flow,BiDAF)的中文商品评论方面情感分析模型

(ChineseBERT􀆼BiDAF)。首先采用 ChineseBERT
获得上下文动态感知的中文词向量编码;然后采用改

进型Transformer
 

(I􀆼Transformer)分别表征评论文

本和方面文本的语义信息,同时,使用双向注意力流

学习评论文本和方面文本的相互关系;最后采用多层

感知机(Multilayer
 

Perceptron,MLP)分类输出评论

文本中某个方面相对应的情感极性。在SemEval􀆼
2016的手机和数码相机两个真实数据集上验证Chi-
neseBERT􀆼BiDAF在准确率和F1分数评价指标上

的表现。

1 问题定义

  中文商品评论方面情感分析任务定义如下:给定

一条包含N 个汉字词语的商品评论文本TS ={w1
s,

w2
s,…,wN

s }和预先设定好的包含 M 个汉字词语的

商品 方 面 文 本 TA = {w1
a,w2

a,…,wM
a },Chinese-

BERT􀆼BiDAF的目标是判断TS 在TA 上的情感极

性。其中每个汉字词语可能包含一个或多个汉字,情
感极性类别分为积极和消极两类。

2 方法

  图1为融合ChineseBERT和BiDAF的中文商

品评论方面情感分析模型,主要包括ChineseBERT
词编码输入层、I􀆼Transformer语义表征层、BiDAF
层和多层感知机(Multilayer

 

Perceptron,MLP)情感

极性分类层4个部分。

2.1 ChineseBERT词编码输入层

  ChineseBERT词编码输入层能够将评论文本和

方面文本中每个汉字词语映射到一个低维(d)向量

空间中[13],以便于语义表征层的I􀆼Transformer学

习。ChineseBERT词编码输入层的输出分别是评论

词向量序列VS ={v1
s,v2

s,…,vN
s }∈RN×d 和方面词

向量序列VA ={v1
a,v2

a,…,vM
a }∈RM×d。

2.2 I􀆼Transformer语义表征层

  如图2所示,I􀆼Transformer语义表征层由L 层

I􀆼Transformer基本单元块组成。每个基本单元块主

要包含位置编码、内存压缩注意力、层规范化和全连

接神经网络4个组件。
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图1 模型整体架构

Fig.1 Overall
 

model
 

architecture

图2 I􀆼Transformer基本单元块结构

Fig.2 Basic
 

unit
 

structure
 

of
 

I􀆼Transformer

2.2.1 位置编码

  在商品评论情感分析时,评论文本中的词语顺序

对语义的表达具有重要影响,同一词语在评论文本的

不同位置表达的含义可能有很大差异。然而,与循环

神经网络和卷积神经网络不同,Transformer模型采

用纯注意力机制,本身不具备编码评论文本中词语绝

对位置或相对位置的能力[14]。本文采用Complex􀆼
order方法额外编码评论文本的位置信息[15],解决原

始Transformer模型中词向量与位置向量加和方式

存在的位置独立性问题,能够表示评论文本中词语间

的优先关系和邻接关系。Complex􀆼order编码方式

将词编码转换为一个以位置为自变量的连续函数,如
式(1)所示。

  f(i,p)=gi(p)∈ ℝD, (1)
式(1)中,gi(·)表示词向量索引到连续函数的映射,

p 为位置索引,D 为连续函数集合。

2.2.2 内存压缩注意力

  为了降低Transformer模型中多头注意力机制

的计算复杂度,更好地处理长序列的商品评论文本,
采用如图3所示的内存压缩注意力替换原始的多头

注意力[16]。内存压缩注意力通过限制查询(Q)和键

(K)的点积,缩减多头注意力的规模和资源占用,计
算公式如式(2)所示。在将令牌映射到Q、K 和值

(V)嵌入后,使用卷积步长来减少K 和V 的数量。

  Attention(Q,K,V)=softmax(
QKT

 
dk

)V, (2)

式(2)中,dk 表示向量维度。
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图3 内存压缩注意力结构[16]

Fig.3 Structure
 

of
 

memory
 

compression
 

attention[16]

  为了增强内存压缩注意力的表征能力,使模型能

够学习到评论文本中单词的差别和关系,采用了类似

于Transformer模型的多头注意力机制。使用不同

的参数矩阵通过式(2)获得的多个注意力进行连接,
如式(3)所示。

  MultiHead(Q,K,V)=Concat(head1,

head2,…,headn)W0, (3)
式(3)中,headi 表示内存压缩注意力在第i个头的输

出,W0 为n 个头线性输出的参数矩阵。

2.2.3 层规范化

  为了确保模型的训练效率和稳定性,在I􀆼Trans-
former结构中使用了如式(4)所示的层规范化操作。

  LN(x)=γ x-E[x]

Var[x]+ε
+β, (4)

式(4)中,γ 和β 为模型学习所得的参数,E[x]和
Var[x]分别表示均值和方差,ε是避免分母为0。

2.2.4 全连接神经网络

  在两个层规范化之间包含一个两层激活函数,为
全连接神经网络,如式(5)所示。

  FCNN(X)=GELU(L(L(X))), (5)
式(5)中,L(·)表示线性变换,GELU(·)为激活

函数。

  评论词 向 量 序 列 和 方 面 词 向 量 序 列 经 过I􀆼
Transformer语义表征层后,分别生成式(6)所示的

评论 隐 藏 序 列 HS 和 式(7)所 示 的 方 面 隐 藏 序

列 HA。

  HS =[hs
1,hs

2,…,hs
N]=I-Transformer(VS),

(6)

  HA =[ha
1,ha

2,…,ha
M]=I-Transformer(VA),

(7)
式(6)和式(7)中,VS 和VA 分别为评论词向量序列

和方面词向量序列;hs
i ∈dh(1≤i≤ N),ha

i ∈

dh(1≤i≤M),dh 为词向量维度。

2.3 双向注意力流层

  双向注意力流从“评论到方面”“方面到评论”两
个方向计算注意力,建立起评论序列和方面序列的相

互关系,并融合两条序列信息[17]。为了计算这两个

方向的注意力,首先通过式(8)计算方面序列和评论

序列的相似性矩阵,该矩阵在计算两个方向的注意力

时被共享使用。

  Snm =f(HS
:n,HA

:m)∈ ℝ, (8)
式(8)中,Snm 表示评论文本中第n 个词与方面文本

中第m 个词的相似度,HS
:n 表示评论隐藏序列HS

的第n 列,HA
:m 表示方面隐藏序列HA 的第m 列,

f(·)为式(9)计算得到的度量相似度的标量函数。

  f(hs,ha)=wT
s[hs;ha;hs☉ha], (9)

式(9)中,ws 为待训练的权重矩阵,[·;·]表示向量

间的行拼接,☉ 表示向量间同位元素相乘。

2.3.1 从评论到方面注意力流

  从评论到方面的注意力流如图4所示,由图4可

以看出,对于评论文本中的每个词,方面文本中的哪

些词与其相关性最大。按照式(10)、式(11)计算评论

文本中每个词的注意力分数,并将其加权求和后作为

该词蕴含评论语义的方面表示(H
~

A )。

  an =softmax(Sn:)∈ ℝM,
 

(10)
式(10)中,an 为评论文本中第n 个词对方面文本的

注意力权重,softmax(·)是归一化操作,Sn:表示方

面文本与评论文本相似矩阵的第n 行。

  H
~

A
:n =∑

m
anmHA

:m ∈ ℝdh×M, (11)

式(11)中,H
~

A
:n 表示蕴含评论语义的方面文本矩阵

的第n 列,将其拼接后得到 H
~

A 。

图4 从评论到方面注意力流示意图

Fig.4 Sketch
 

map
 

of
 

review􀆼to􀆼aspect
 

attention
 

flow

2.3.2 从方面到评论注意力流

  从方面到评论的注意力流如图5所示,由图5可

以看出,对于方面文本中的每个词,评论文本中的哪
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些词与其最相似。首先将相似矩阵S 中每列的最大

值取出后合并为一个新的向量(v),如式(12)。然后

通过式(13)计算评论中每个词给对应方面整体分配

的相似度。最后将h
~
S 复制N 次形成蕴含方面语义

的评论表示(H
~

S )。

  v=softmax(maxcol(S))∈ ℝN, (12)
式(12)中,maxcol(S)表示相似性矩阵中的元素最大

值所在列,softmax(·)是归一化操作。

  h
~
S =∑

n
vnHS

:n ∈ ℝdh,
 

(13)

式(13)中,HS
:n 表示评论隐藏序列的第n 列。

图5 从方面到评论注意力流示意图

Fig.5 Sketch
 

map
 

of
 

aspect􀆼to􀆼review
 

attention
 

flow

2.4 MLP情感极性分类层

  MLP情感极性分类层的功能是级联BiDAF的

输出[18],并将级联后的结果输入Softmax函数中求

得商品评论的情感极性,如式(14)、式(15)所示。

  R=MLP(HS,HA,H
~

S,H
~

A), (14)

  p=Softmax(R)。
 

(15)

  模型采用交叉熵损失函数和L2正则化进行训

练[19],如式(16)所示。

  L=-∑
i∈D
∑
c∈C

yc
ilogpc

i +λ‖θ‖2, (16)

式(16)中,pc
i 为模型预测的评论文本中方面对应的

情感极性,yc
i 为数据集中人工标注的评论文本中方

面对应的情感极性,C 为评论文本中蕴含的{积极,消
极}两类情感极性,θ为模型参数,λ 为控制L2正则

化对模型影响程度的参数。

3 实验与结果分析

3.1 数据集与实验环境

  在SemEval􀆼2016任务五(https://alt.qcri.org/

semeval2016/task5/)的手机和数码相机两个中文商

品评论数据集上进行实验,实验数据集的统计信息如

表1所示。
表1 数据集统计信息

Table
 

1 Statistical
 

information
 

of
 

data
 

set

情感极性
Emotional

 

polarity

手机数据集
Data

 

set
 

on
 

mobile
 

phone
数码相机数据集

Data
 

set
 

on
 

digital
 

camera

训练数据集
Training

 

data
 

set

测试数据集
Test

 

data
 

set

训练数据集
Training

 

data
 

set

测试数据集
Test

 

data
 

set

Positive 758 310 809 344

Negative 575 219 450 137

Total 1
 

333 529 1
 

259 481

  实验在谷歌Colab云环境进行,模型采用Py-
thon编程语言,在Pytorch开源深度学习框架下编

程实现。ChineseBERT预训练模型选用base版本

(https://github.com/ShannonAI/ChineseBert)。
模型选用Adam优化函数,学习率设定为0.001,L2
正则化系数λ设定为0.1。由于数据集规模较小,为
了避免模型训练过程中出现过拟合问题,在模型中增

加了丢弃率为0.1的dropout层。

3.2 评估指标和对比模型

  选取准确率(ACC)和F1分数作为模型的评估

指标。ACC为模型预测正确的样本数占总样本数的

比率,如式(17)所示。

  ACC=
TP+TN

(TP+TN)+(FP+FN)
, (17)

式(17)中,TP表示模型预测和实际标注的情感极性

均为积极,TN表示模型预测和实际标注的情感极性

均为消极,FP表示实际标注情感为消极的样本被错

误地预测为积极,FN表示实际标注情感为积极的样

本被错误地预测为消极。

  F1分数为精准率和召回率的倒数平均数,如式

(18)所示。

  F1=
2P×R
P+R

, (18)

式(18)中,P=
TP

TP+FP
为精准率,R=

TP
TP+FN

为召

回率,精准率和召回率计算公式中的 TP、TN、FP、

FN的含义与式(17)相同。

  为了验证本文所提模型的准确性和可行性,选用

以下4种模型进行对比实验。

  LSTM[20]:将评论文本进行词向量编码后视为

序列,输入LSTM模型进行情感极性判断。

  IAN[21]:一种交互注意力神经网络模型。通过

计算评论文本和方面文本的交互注意力,两者相互知
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晓对方文本中的重要词。首先使用LSTM 模型获得

评论文本和方面文本的隐藏层;然后使用平均池化获

得方面隐藏层和评论隐藏层长度固定的向量表示,并
通过交互注意力得到方面相关的评论表示和评论相

关的方面表示;最后拼接评论表示和方面表示,输入

Softmax层分类输出方面情感极性。

  AOA[22]:与IAN 模 型 类 似,首 先 使 用 双 向

LSTM模型获得方面和评论的隐藏表示,然后通过

Attention􀆼over􀆼Attention注意力模块获得方面相关

的评论表示和评论相关的方面表示,最后输入Soft-

max层分类输出方面情感极性。

  BERT[23]:将评论文本和方面文本按照“[CLS]
评论文本[SEP]方面文本”的格式输入到BERT预训

练模型中进行微调。

3.3 结果分析

3.3.1 对比实验

  本文所提模型与4种对比模型在SemEval􀆼2016
任务五的手机和数码相机两个数据集上的 ACC和

F1分数如表2所示。

表2 5种模型对比结果

Table
 

2 Comparision
 

results
 

of
 

five
 

models

模型
Model

准确率(%)
ACC

 

(%)
F1分数(%)
F1

 

score
 

(%)

手机数据集
Data

 

set
 

on
 

mobile
 

phone
数码相机数据集

Data
 

set
 

on
 

digital
 

camera
手机数据集

Data
 

set
 

on
 

mobile
 

phone
数码相机数据集

Data
 

set
 

on
 

digital
 

camera

LSTM 81.24 81.05 69.40 69.00

IAN 81.63 81.49 69.78 69.72

AOA 81.95 81.77 70.06 69.94

BERT 82.65 82.43 70.76 70.30

This
 

study 82.90 82.81 71.08 70.98

  从表2可知,①本文所提模型在手机和数码相机

两个数据集上的ACC和F1分数均高于对比模型,
验证了通过改变词向量编码方式和引用注意力机制

增强方面情感分析模型的可行性和有效性,与文献

[22􀆼23]的结论一致。②以上5种模型在手机数据集

上的表现普遍优于在数码相机上的实验结果,可能是

与数码相机数据集相比,手机数据集的数据规模更

大、正负样本更加均衡,更有利于上述5种有监督模

型取得更好的实验效果。③本文所提模型和BERT
模型比其余的3种模型取得更好的结果,说明“无监

督预训练+有监督微调”的模型比传统的有监督神经

网络更适用于中文商品评论方面情感分析任务。

3.3.2 消融实验

  为了验证本文提出的双向注意力流对中文商品

评论方面情感分析的作用机理,针对双向注意力流进

行消融实验,结果如表3所示。
表3 双向注意力流消融实验结果

Table
 

3 Results
 

of
 

bidirectional
 

attention
 

flow
 

ablation
 

experiment

模型 Model

准确率(%)
ACC

 

(%)
F1分数(%)
F1

 

score
 

(%)

手机数据集
Data

 

set
 

on
 

mobile
 

phone
数码相机数据集

Data
 

set
 

on
 

digital
 

camera
手机数据集

Data
 

set
 

on
 

mobile
 

phone
数码相机数据集

Data
 

set
 

on
 

digital
 

camera

One􀆼way
 

attention
 

flow
 

of
 

re-
view􀆼to􀆼aspect 82.86 82.75 71.06 70.94

One􀆼way
 

attention
 

flow
 

of
 

as-
pect􀆼to􀆼review 81.84 81.70 71.01 69.90

Bidirectional
 

attention
 

flow 82.90 82.81 71.08 70.98

  从表3可知,无论是方面到评论还是评论到方面

的单向注意力流,在两个数据集上的两种评价指标均

低于双向注意力流,两种流向注意力共同作用的效果

最好,表明双向注意力流机制对模型性能的提升有帮

助,使用双向注意力机制比使用单个流向的注意力机

制效果更好。此外,实验结果表明评论到方面单向注
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意力流的模型效果略高于方面到评论单向注意力流

的模型,说明在中文评论方面情感分析任务中,方面

与评论之间相似度高的关键词对模型整体的结果影

响较大。

3.3.3 词向量编码选择

  为了探究词向量编码对模型的影响机理,同时验

证选择ChineseBERT作为模型词向量编码的合理

性,采用 Word2vec、Glove、ELMo和BERT
 

4种词向

量编码进行实验,结果如图6所示。

图6 词向量编码对模型性能的影响

Fig.6 Effect
 

of
 

word
 

vector
 

coding
 

on
 

model
 

performance

  从图6可以看出,在5种词向量编码中,本文选

用的ChineseBERT在两个数据集上的 ACC和F1
分数均取得最高的数值。这是因为ChineseBERT不

仅具有BERT词向量编码的自身优势,而且在模型

预训练的中文语料中融合了汉字特有的拼音和字形

信息,获得了更加准确的词向量编码。此外,实验结

果表明根据上下文动态编码的ELMo、BERT和Chi-
neseBERT

 

3种模型,比 Word2vec和Glove两种模

型在中文评论方面情感分析任务中效果更好,可能是

动态编码的词向量模型能够根据上下文信息差异化

表征同义词,解决了评论文本中同义词存在的一词多

义问题。

3.3.4 模型层数选择

  为了探索模型层数对模型性能的影响,本文在

[1,5]区间内,以步长为1分别进行分组实验。实验

时确保除模型层数不同外,其余部分均采用相同配

置,实验结果如图7所示。

  从图7可以看出,在手机和数码相机两个数据集

上,在[1,3]区间内随着层数的增加,模型的ACC和

F1值不断提升,说明随着层数的增加,模型对中文商

品评论文本的语义理解更加正确。然而,在[3,5]区
间内随着层数的增加,模型的性能反而有所下降,其
原因可能是ChineseBERT是基于海量数据集通过自

监督得到的预训练语言模型,本文用来实验的标注数

据集与之相比规模较小,过多的层数增加了模型的复

杂度,从而导致模型性能的下降。因此本文模型的层

数最终设定为3层。

图7 模型层数对模型性能的影响

Fig.7 Effect
 

of
 

model
 

layers
 

on
 

model
 

performance

3.3.5 模型训练时间对比

  为了评估模型的时间消耗,将本文所提模型和4
种对比模型在相同的实验硬件环境进行训练,5种模

型在手机数据集上迭代一次所需时间如图8所示。

图8 模型迭代一次所需时间

Fig.8 Time
 

required
 

for
 

model
 

iteration

  由图8可知,本文所提模型在保持和BERT几

乎相同的时间消耗前提下,具有更高的 ACC和F1
分数。这是因为本文所提模型虽然比BERT模型在

双向注意力流训练时需要额外花费时间,但在语义表
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征层 采 用 的I􀆼Transformer与 BERT 所 采 用 的

Transformer相比,时间消耗更少。同时可以观测

到,可以进行并行训练的本文所提模型和BERT模

型的时间消耗低于不能并行训练的LSTM、IAN和

AOA
 

3 种模型。此外,对比实验结果可 以 发 现,

LSTM、IAN和AOA
 

3种模型的时间消耗是依次激

增的,说明模型的时间消耗与添加的注意力机制的复

杂度呈正相关。这是因为IAN和AOA模型为了提

升LSTM模型的准确性,采取了分开训练方面文本

和评论文本、增加注意力机制两种措施,且 AOA模

型采用了比IAN模型结构更加复杂的注意力机制。

4 结论

  由于现有中文商品评论情感分析模型在处理包

含多个方面,且每个方面的情感极性不一致的评论句

子时准确率较低,本文提出一种面向中文商品评论的

方面情感分析的模型(ChineseBERT􀆼BiDAF)。首先

使用ChineseBERT模型分别获得方面文本和评论文

本的嵌入表示,然后采用I􀆼Transformer分别学习方

面和评论文本的语义信息,通过双向注意力流学习方

面与评论语句的关系,找出方面文本与评论文本中的

重要词组,并将其与语义信息组合,最后输入 MLP
情感极性分类层,获得方面对应的情感极性。实验结

果验证了本文所提模型的有效性,下一步将构建中文

商品评论语料库,并基于此训练专用于中文商品评论

方面情感分析的ChineseBERT模型,以期进一步提

升模型的性能。
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Sentiment
 

Analysis
 

for
 

Chinese
 

Commodity
 

Reviews
 

Based
 

on
 

ChineseBERT
 

and
 

Bidirectional
 

Attention
 

Flow
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Yuxian2**,HUANG
 

Sirui3
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Computer
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and
 

Information
 

Security,Guilin
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Electronic
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Electronic
 

Technology,Guilin,Guangxi,541004,China;3.Guangxi
 

Key
 

Laboratory
 

of
 

Trusted
 

Software,Guilin
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Electronic
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Abstract:Accurately
 

classifying
 

the
 

sentiment
 

polarity
 

of
 

various
 

aspects
 

contained
 

in
 

user
 

reviews
 

in
 

E􀆼com-
merce

 

platforms
 

can
 

improve
 

the
 

effectiveness
 

of
 

purchase
 

decisions.Therefore,a
 

sentiment
 

analysis
 

model
 

of
 

Chinese
 

product
 

reviews
 

based
 

on
 

ChineseBERT
 

and
 

Bidirectional
 

Attention
 

Flow
 

(BiDAF)
 

is
 

proposed.
Firstly,the

 

word
 

embedding
 

of
 

the
 

review
 

text
 

and
 

the
 

aspect
 

text
 

is
 

obtained
 

by
 

the
 

ChineseBERT
 

pre􀆼
trained

 

language
 

model
 

that
 

integrates
 

pinyin
 

and
 

glyph,and
 

the
 

semantic
 

information
 

of
 

the
 

review
 

text
 

and
 

the
 

aspect
 

text
 

is
 

represented
 

by
 

the
 

Transformer
 

improved
 

from
 

two
 

aspects
 

of
 

position
 

coding
 

and
 

memory
 

compression
 

attention.Then,the
 

bidirectional
 

attention
 

flow
 

is
 

used
 

to
 

learn
 

the
 

relationship
 

between
 

the
 

re-
view

 

text
 

and
 

the
 

aspect
 

text,and
 

find
 

out
 

the
 

words
 

corresponding
 

to
 

the
 

key
 

information
 

in
 

the
 

review
 

text
 

and
 

the
 

aspect
 

text.Finally,the
 

outputs
 

of
 

Transformer
 

and
 

bidirectional
 

attention
 

flow
 

are
 

simultaneously
 

input
 

into
 

Multilayer
 

Perception
 

(MLP)
 

for
 

information
 

cascade
 

and
 

sentiment
 

polarity
 

classification
 

output.
The

 

test
 

results
 

show
 

that
 

the
 

accuracy
 

of
 

the
 

proposed
 

model
 

on
 

the
 

two
 

data
 

sets
 

is
 

82.90%
 

and
 

71.08%,

respectively,and
 

the
 

F1
 

scores
 

are
 

82.81%
 

and
 

70.98%
 

respectively.
Key

 

words:product
 

reviews;aspect
 

sentiment
 

analysis;word
 

embedding
 

model;attention
 

mechanism;bidirec-
tional

 

attention
 

flow
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