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摘要:暰目的暱为提高决策树集成的泛化能力和效率,解决集成全部决策树的情况下有时并不显著提高精度、反而

导致额外存储和计算开销的问题,提出一种基于粗糙集的决策树集成学习算法。暰方法暱该算法基于粗糙集理

论,从训练的全部决策树中选择一部分进行集成。暰结果暱与目前流行的集成学习算法 Bagging和 Boosting相

比,本文提出的算法有效地减小了集成规模,并获得更好的泛化能力。暰结论暱该算法提高了决策树集成的泛化

能力和效率。
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Abstract:暰Objective暱Theresearchofthepaperfocusesontheimprovementofthegeneralization
abilityandefficiencyofensemble,andresolvestheproblemsthataggregatingalldecisiontrees
inensembleusuallyimprovestheaccuracyofclassificationslightly,butleadstoextramemory
costsandcomputationaltimes.Adecisiontreeensemblelearningalgorithmbasedonroughset
isproposedinthispaper.暰Methods暱Thealgorithmisbasedontheroughsettheoryandselects
apartfromallthedecisiontreesofthetrainingforintegration.暰Results暱Theexperimentre灢

sultsshow that compared with the current
popularensemblelearning algorithm Bagging
andBoosting,theproposedalgorithm notonly
effectivelyreducesthescaleofensemblebutalso
obtainsstrongergeneralizationability.暰Conclu灢
sion暱Thealgorithmimprovesthegeneralization
abilityandefficiencyofdecisiontreeintegration.
Keywords:ensemblelearning,roughset,deci灢
siontree,Bagging,Boosting

0暋引言

暋暋暰研究意义暱集成学习是把若干个学习器集成起
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来对新的实例进行分类,通过对多个学习器的分类结

果进行组合并决定最终的分类结果,以取得比单个学

习器更好的性能。集成学习方法可以有效地提高学

习系统的泛化能力,因此它已经成为机器学习领域的

研究热点,被国际机器学习界的权威 Dietterich称为

机器学习四大研究方向之首[1]。要使得 Bootstrap
AGGregatING(Bagging)等集成学习算法有效,基分

类器的学习算法必须是不稳定的,也就是说要对训练

数据敏感。决策树就是一种不稳定的学习算法,训练

集的轻微扰动会导致其学习结果发生显著的变化。
因此,很多集成学习算法都将决策树作为基学习器进

行集成。暰前人研究进展暱目前的决策树集成学习算

法在训练大量的决策树之后,通常是对所有的决策树

都进行集成。但是集成全部的决策树会导致高昂的

存储和计算开销,使得算法在很多实际问题中难以应

用。而且,当集成的决策树数目增加之后,很难得到

决策树之间的差异性。因此随着集成中决策树的大

量增加,决策树集成学习算法的分类性能增长很缓

慢,有时反而还会降低。粗糙集是由Pawlak于20世

纪80年代提出的一种数学工具,它可以用于处理不

确定或不精确的知识[2]。近年来,粗糙集理论逐渐成

为信息科学领域中的一个研究热点,在特征选择[3]、
半监督学习[4]和数据分类[5飊7]等很多方面都取得成功

的应用。暰本研究切入点暱针对集成全部分类器时既

增加内存和计算时间,有时又不能有效提高分类性能

的问题,本文基于粗糙集理论提出一种新的决策树集

成学习算法 DTELARS。暰拟解决的关键问题暱基于

粗糙集理论在训练的全部决策树中进行选择,只使用

一部分决策树进行集成,提高决策树集成的泛化能力

和效率。

1暋集成学习算法

1.1暋Bagging
暋 暋 Bagging (Bootstrap AGGregatING)是 由

Breiman提出的一种著名的集成学习算法[8]。它的

基本思想是对训练集有放回地抽取训练样例,为每一

个基分类器构造出一个跟训练集同样大小但各不相

同的训练集,从而训练出不同的基分类器。在分类时

使用投票法将这些基学习器的分类结果结合起来,并
得到最终的分类结果。对于Bagging而言,基分类器

的学习算法对训练数据越敏感,其效果越好。

1.2暋Boosting
暋暋Boosting是另一类非常有效的集成学习算法[9]。
它的基本思想是对那些容易分错的训练实例加强学

习。其步骤如下:首先,给每一个训练样例赋予相同

的权重,然后训练第一个基学习器并用它来对训练集

进行测试,对于那些分类错误的测试样例则提高其权

重;其次,用调整后的带权训练集训练第二个基学习

器;然后,重复这个过程直到最后得到一个足够好的

学习器。

2暋粗糙集

暋暋粗糙集理论是有效地分析和处理不精确、不一致

等各种不完备信息的数学工具。本节简要地介绍粗

糙集理论的有关概念。

暋暋定义1暋信息系统。四元组T=<U,A,V,f>
为一个信息系统或知识表达系统,其中U 为所讨论

对象的集合即论域;A 为属性的集合;V=暼
a暿A

Va,Va

是属性a 的值域;f:U暳(A)曻V 是一个信息函数,
即对a暿A,有f(x,a)暿Va 。如果A=C暼D,C暽
D=煣,C、D分别为关于U 的条件属性集和决策属性

集,则具有条件属性和决策属性的信息系统被称为决

策表。

暋暋定义2暋不可分辨关系。设有一个信息系统

T=<U,A,V,f> ,B灹A ,定义B在U 上的不可

分辨关系IND(B)为

暋暋IND(B)={(x,y)暿U暳U:炐a暿Bf(x,a)=
f(y,a)}, (1)

暋暋如果 (x,y)暿IND(B),则x和y称为B 不可分

辨,不可分辨关系是二元关系,满足自反性、对称性和

传递性。显然,不可分辨关系是T 的一个等价关系。

IND(B)的所有等价类族,即由 B 决定的划分,用

U/IND(B)表示或简记为U/B ,包含x的等价类用

[x]B 表示。

暋暋定义3暋近似集合。设有一个信息系统T=<
U,A,V,f>,X为U 的非空子集,B灹A,且B曎 煣,
集合X 的B 下近似和上近似分别定义为

暋暋B
-
X={x暿U:[x]B 灹X}, (2)

暋暋B
-

X={x暿U:[x]B 暽X 曎 煣}, (3)

暋暋B
-
X 是那些根据已有知识判断肯定属于X 的对

象所组成的最大集合,B
-

X 是那些根据已有知识判断

可能属于X 的对象所组成的最小集合。

暋暋定义4暋正域。POSB(X)=B
-
(X)称为X的B 正

域。对于U 上的两个等价关系C和D,D的C 正域定

义为

暋暋POSC(D)= 暼
X暿U/D

C
-
X。 (4)

暋暋定义5暋约简。令R 为一族等价关系,A 暿R ,
如果IND(R)=IND(R-{A}),则称A为R 中不必
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要的;否则称A 为R 中必要的。如果每一个A 暿R
都为R 中必要的,则称R为独立的;否则称R为依赖

的。设P 暿 Q,如 果 P 是 独 立 的,且IND(Q)=
IND(P),则称P 为Q 的一个约简,记为RED(Q)。

暋暋本文采用 QuickReduct算法[10]计算约简,该算

法使用属性依赖度rp(D)作为属性选择准则。属性

依赖度rP(D)的定义如下:

暋暋rP =暚POSP(D)暚
暚U暚

。 (5)

暋暋基于属性依赖度的 QuickReduct约简算法如算

法1所示。

暋暋算法1:QUICKREDUCTReductionAlgorithm
暋暋Input:C,thesetofallconditionalattributes;
暋暋暋暋暋D,thesetofdecisionattributes.
暋暋Output:thereductRofC(R 灹C).
暋暋Step1:R 曽 {}
暋暋Step2:do
暋暋Step3:暋T 曽 R
暋暋Step4:暋 炐x暿 (C-R)
暋暋Step5:暋暋if毭R暼{x}(D)>毭T(D)
暋暋Step6:暋暋暋T 曽R 暼 {x}
暋暋Step7:暋R 曽 T
暋暋Step8:until毭R(D)==毭C(D)
暋暋Step9:returnR

3暋基于粗糙集理论的决策树集成学习算法

暋暋本文提出的集成学习算法(DTELARS)主要包

括4个步骤。

暋暋(1)将原始训练集S随机地分为两个集合,即S1

和S2。

暋暋(2)采用可重复取样技术从集合S1 中重采样出

一系列新的训练集,随后从每个新的训练集中训练出

一个决策树,从而得到一组决策树。

暋暋(3)使用全部的决策树对集合S2 中的样本进行

分类,通过对集合S2 中样本的预测标签和样本的真

实标签构造出决策表。例如,假设集合S2 中有 M 个

样本,由第二步中训练得到 N 个决策树。每个决策

树对集合S2 中的每个样本都进行预测,则对集合中

M 个样本的预测可以表示为一个M 暳N 矩阵W =
[pij],pij 表示第j个决策树对第i个样本给出的预测

标签。将样本的真实标签作为决策属性,这个矩阵就

构成一个决策表。在这个决策表中,每个决策树都被

看作为一个条件属性,而决策树对样本的预测标签则

作为条件属性的值。使用上节中介绍的 QuickRe灢
duct约简算法对决策表进行约简,从而选择出全部

决策树中的一个子集用于集成。

暋暋(4)当对一个原始训练集S之外的新样本进行分

类时,只使用选择的决策树对该样本进行预测,然后

采用多数投票方法给出样本的最终分类结果。

暋暋详细的DTELARS如算法2所示。

暋暋Algorithm2:DecisionTreeEnsembleLearning
Algorithm
暋暋Inputs:trainingsetS,decisiontree,trialsT
暋暋Outputs:finalclassifier
暋暋Step1:PartitiontheSintotwosetsS=S1 暼S2

暋暋Step2:CreateapoolincludingofTdecision
trees
暋暋暋暋2.1.Fort=1toT {
暋暋暋暋2.2.St=bootstrapsamplefromS1

暋暋暋暋2.3.TrainthedecisiontreedttonSt
暋暋暋暋2.4.}
暋暋Step3:Selectthedecisiontreesfromthepool
byusingQuickReductalgorithm
暋暋暋暋3.1.ApplyTdecisiontreesinthepoolto
classifytheexamplesintheS2

暋暋暋暋3.2.Constructadecisiontablebasedon
thepredictedclasslabelsandrealclasslabelsofex灢
amplesintheS2

暋暋暋暋3.3.ApplytheQuickReductalgorithmto
obtainareductofthedecisiontable
暋暋Step4:Constructthefinalclassifierforclassifi灢
cation
暋暋暋暋4.1.Createacombiningpoolincludingof
thedecisiontreesinthereduction
暋暋暋暋4.2.Whenclassifyingnewexample,only
usethedecisiontreesinthecombingpooltopredict
exampleandthenusemajorvotingmethodtoag灢
gregatethecorresponding predictionsofdecision
treestoyieldthefinaldecision.

4暋算法评价

4.1暋数据集

暋暋为对本文提出的集成学习算法的性能进行评价,
在 UCI机器学习数据库[11]中的7个数据集上进行实

验。这7个数据集的具体信息如表1所示。因为两

类分类问题相对于多类分类问题更具有一般性,一个

多类分类问题可以转化为一组两类分类问题来解决。
因此本文中只考虑两类分类问题,即对于一个样本,
或者将它分为正例,或者将它分为负例。

4.2暋评价指标

暋暋采用精度来衡量分类算法的性能。分类器对样

本的分类结果有4种情况[12]:TP,被正确地分类为

属于此类别的样本数量;TN,被正确地分类为不属于

此类别的样本数量;FP,被错误地分类为属于此类别

524广西科学暋2018年8月暋第25卷第4期



的样本数量;FN,被错误地分类为不属于此类别的样

本数量。
表1暋实验所用数据集

Table1暋Thedatasetsintheexperiment

数据集
Dataset

样本数
Numberof
samples

属性数
Numberof
attributes

类别数
Numberof
classes

breast 699 9 2
diabetes 768 8 2
heart 270 13 2

hepatitis 155 19 2
ionosphere 351 34 2

sonar 208 60 2
vote 435 16 2

暋暋根据以上4种情况,分类性能可以按照精度来评

价,精度的定义如下:

暋暋Accuracy= TP+TN
TP+TN+FP+FN

。 (6)

4.3暋评价结果

暋暋实验中以两个流行的集成学习算法 Bagging和

Boosting作为基准,对本文提出的算法 DTELARS
性能进行评价。实验中,对于 Boosting 采用的是

AdaBoost.M1算法[9];对于决策树采用的是C4.5算

法[13]。同时为比较性能,实验中也包括了使用单个

决策树进行分类得到的结果。分类性能的评价方法

采用的是十折交叉验证法。在实验中分别设置Bag灢
ging和Boosting的集成规模(集成中决策树的数目)
从10个到50个。以此来比较集成规模的变化对

DTELARS、Bagging和Boosting性能产生的影响。

暋暋当集成的规模设置为10个,即 DTELARS是从

10个训 练 决 策 树 中 进 行 选 择 和 集 成,Bagging 和

Boosting是分别训练和使用10个决策树进行集成,
不同算法得到的分类精度如表2所示。表2最后一

列为 DTELARS集成中决策树的平均数目,表中的

avg表示在全部数据集上分类精度的平均值。如表2
所示,DTELARS得到的平均分类精度为87.43%,
比仅使 用 一 个 决 策 树 进 行 分 类 的 平 均 精 度 高 出

3灡48%,比 Bagging高出1灡92%,比 Boosting高出

1灡40%,DTELARS在所有数据集上的平均分类精度

均超过其它的算法。由 DTELARS创建的集成中所

使用的决策树数目仅是Bagging和Boosting使用数

目的54%(5.4/10.0)。

暋暋当集成的规模设置为40个,即 DTELARS是从

40个训练的决策树中进行选择和集成,Bagging和

Boosting是分别地训练和使用40个决策树进行集成

时,DTELARS在所有数据集上的平均分类精度也高

于其它算法(表3)。由 DTELARS创建的集成中所

使用决策树的数目仅是Bagging和Boosting使用数

目的17.8% (7.1/40.0)。

暋暋图1展示了各种算法(包括单个决策树、DTE灢
LARS、Bagging和Boosting)在全部数据集上的平均

分类精度随着集成规模的变化情况。注意在图中

Bagging和Boosting是“全部集成暠,因为它们对于横

轴上标注的每一个数目而言都集成了全部的决策树。
而单个决策树仅使用一个决策树进行分类,本文提出

的算法DTELARS对于每个数目都是仅选择和使用

一部分的决策树进行集成。
表2暋不同算法在各数据集上的精度比较(集成规模=10)

Table2暋Accuracyvaluesofthedifferentalgorithmsondatasets
(ensemblesize=10)

Dataset SingleC4.5 Bagging Boosting DTELARS Number
breast 95.13 95.73 95.70 96.13 6.4

diabetes 74.08 74.34 73.17 74.46 4.2
heart 78.14 81.48 78.88 83.60 7.1

hepatitis 82.58 83.22 84.51 87.79 5.4
ionosphere 91.16 93.44 93.11 92.82 4.9

sonar 70.19 74.03 80.76 79.98 4.6
vote 96.36 96.33 96.09 97.23 5.2
avg 83.95 85.51 86.03 87.43 5.4

表3暋不同算法在各数据集上的精度比较(集成规模=40)

Table3暋Accuracyvaluesofthedifferentalgorithmsondatasets
(ensemblesize=40)

Dataset SingleC4.5 Bagging Boosting DTELARS Number

breast 95.13 95.99 96.56 96.37 7.9

diabetes 74.08 74.86 71.74 75.23 6.5

heart 78.14 82.22 79.25 84.26 7.6

hepatitis 82.58 81.93 87.74 87.90 7.3

ionosphere 91.16 93.16 94.01 93.41 5.7

sonar 70.19 78.84 86.05 84.65 6.8

vote 96.36 96.09 95.86 97.43 8.2

avg 83.95 86.15 87.31 88.46 7.1

图1暋在全部数据集上不同算法的平均性能曲线

暋暋Fig.1暋Theaverageperformancecurvesofdifferentalgo灢
rithmsondatasets
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暋暋从图1中可以得出以下结论:DTELARS在全部

数据集上的平均分类精度始终高于单个决策树、Bag灢
ging和Boosting。

暋暋随着“全部集成暠中决策树数目的增加,DTE灢
LARS所选择和集成的决策树只占全部决策树的一

小部分;并且当“全部集成暠中决策树的数目从10增

加到50时,DTELARS所选择的决策树的数目只是

缓慢地增加(图2)。因此,DTELARS和“全部集成暠
的Bagging、Boosting相比,在存储开销和计算时间

上都有显著的改善。

暋暋图2暋在全部数据集上 DTELARS集成的平均决策树数

目的变化曲线

暋暋Fig.2暋Thevaryingcurveofaveragenumberofdecision
treesintheproposedalgorithmondatasets

5暋结论

暋暋为提高集成算法的泛化能力和效率,本文提出一

种新的集成学习算法 DTELARS。DTELARS基于

粗糙集理论从训练的全部决策树中进行选择,只使用

一部分决策树进行集成,并与 Bagging、Boosting、决
策树算法在 UCI数据集上进行性能比较。实验表明

DTELARS不但减小集成规模,而且还获得更好的泛

化能力。
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